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Epígrafe

“O leproso atacado de lepra trará suas vestes estraçalhadas e deixará
em desordem seus cabelos, cobrirá sua barba e gritará: ’Impuro! im-
puro!’ Por todo o tempo que durar sua chaga, será impuro. Ele é impuro;
habitará sozinho; sua morada será fora do acampamento.”

Levítico, 13,45-46
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Resumo
Epidemia é a alteração de uma ou mais características em um número significativo
de indivíduos de uma população. Normalmente essas características estão relaci-
onadas à saúde. Considera-se indivíduos como entidades únicas, por exemplo,
os seres humanos, animais e até mesmo máquinas ou computadores. A intera-
ção entre os indivíduos e o meio constitui-se em um sistema epidemiológico. A
classificação dos indivíduos em estados é a abordagem mais utilizada para estu-
dar os sistemas epidemiológicos. Kermack e McKendrick elaboraram o modelo
SIR, que classifica os indivíduos em três estados: suscetíveis, infectados e recu-
perados. Esses três estados são relacionados por meio de equações diferenciais
não-lineares. Neste trabalho os seguintes aspectos são investigados: i) influência
da vacinação e isolamento na dinâmica do modelo SIR; ii) modelos baseados em
indivíduos (MBI); iii) uso do controle ótimo e vacinação pulsada. As principais
contribuições desta tese são as seguintes. Primeiramente, verificou-se que a vaci-
nação e isolamento constituem-se em ações de controle que modificam a localiza-
ção do ponto de bifurcação transcrítica. Essa mudança ocorre proporcionalmente
ao número de indivíduos isolados e inversamente proporcional ao número de in-
divíduos não vacinados. O uso simultâneo da vacinação e isolamento mostrou-se
potencialmente útil em determinadas circunstâncias. Em segundo lugar, foram
propostos uma formulação matemática e um algoritmo para o MBI. Avaliou-se
que o MBI tende a apresentar os mesmos resultados que o modelo SIR para po-
pulações muito grandes e intervalos de tempo infinitesimais. Foi proposta uma
expressão para calcular a probabilidade de erradicação de uma doença em uma
população. Essa probabilidade tende a aumentar com a diminuição do tamanho
da população. Por fim, utilizou-se o princípio máximo de Pontryagin para calcular
o controle ótimo de vacinação no modelo SIR. Obteve-se uma fórmula analítica
para a lei de controle, que indica uma proporcionalidade entre o tamanho da popu-
lação e a taxa de vacinação. Em seguida, a intensidade e o intervalo da vacinação
por pulsos no modelo SIR foram otimizados por meio do algoritmo de Nelder-
Mead. Observou-se que o aumento do intervalo entre os pulsos pode ocasionar
picos no número de indivíduos infectados equivalentes à situação sem vacinação.
As ações de controle propostas foram aplicadas no MBI mostrando coerência com
os resultados obtidos no modelo SIR.
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Abstract

Epidemic is an alteration of one or more characteristics in a significant number of
individuals of a population. Normally these characteristics are related to health.
Individuals are considered as unique entities, for example, the human beings, ani-
mals and even though machines or computers. The interaction between indivi-
duals and environment consists in an epidemiological system. The classification
of individuals in states is the most used approach to study an epidemiological
system. Kermack and McKendrick developed the SIR model, which classifies
the individuals in three states: susceptible, infectious and recovered. These three
states are related by means of nonlinear differential equations. In this work the
following aspects are investigated: i) influence of the vaccination and isolation on
the dynamics of the SIR model; ii) models based on individuals (MBI); iii) use
of optimal control and pulsed vaccination. The main contributions of this thesis
are the following. First, it was verified that the vaccination and isolation consist
in actions of control that modify the localization of transcritical bifurcation point.
This change occurs proportionally to number of isolated individuals and inversely
proportional to number of non-vaccinated individuals. The simultaneous use of
the vaccination and isolation seems to be useful in certain circumstances. Secon-
dly, a mathematical expression and an algorithm for the MBI was developed. It
was evaluated that the MBI tends to present same results that the SIR model for
very large populations and infinitesimal time intervals. An expression to calculate
probability of eradication of an illness in a population was proposed. This proba-
bility tends to increase with a reduction of population size. Finally, Pontryagin’s
maximum principle was used to calculate an optimal control of vaccination using
the SIR model. An analytical formula for the control law was obtained, which
indicates a proportionality between population size and vaccination rate. After
that, the intensity and the interval of pulsed vaccination using the SIR model were
optimized by means of the Nelder-Mead’s algorithm. It was observed that an in-
crease in the time interval of pulses can cause peaks in the number of infected
individuals equivalent to the situation without vaccination. The proposed controls
were applied in the MBI showing coherence with the results achieved in in the
SIR model.
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SIV modelo suscetível, infectado, vacinado;

SVI modelo suscetível, vacinado, infectado;

TSIR modelo SIR baseado em série temporal (time-series SIR model).



Capítulo 1

Introdução

“O que se está passando na Saude do Porto da nossa capital
é simplesmente assombroso. Os navios entram infeccionados,
os passageiros e tripulantes atacados saltam livremente contri-
buindo para contaminar cada vez mais a cidade, não soffrendo
os navios o mais rudimentar expurgo!”

Rio Jornal, 11 de Outubro de 1918

Neste trabalho, tem-se como objeto de estudo as epidemias. De acordo com
Ferreira (1986), define-se epidemia como

S.f. 1. Doença que surge rápida num lugar e acomete simultanea-
mente grande número de pessoas. 2. Surto de agravação duma ende-
mia. 3. Fig. Uso generalizado de alguma coisa que está em moda:
Há uma epidemia de pantalonas e coletes.

Em seu primeiro sentido, a epidemia abrange apenas questões relacionadas à
saúde. No sentido figurado, por sua vez, apresenta significado mais generalista: o
foco deixa de ser a saúde e passa a ser algo em moda. Entretanto, as definições
apresentadas não são suficientes para abranger a utilização do termo epidemia em-
pregado neste trabalho. Uma possível razão é que o estudo de epidemias ultrapas-
sou as fronteiras da medicina (Kawachi, 2002), abrangendo áreas da veterinária
(Hueston, 2003; Callado et al., 2001; Mathias et al., 2001; Barlow et al., 1997;
Hurd e Kaneene, 1993; Rowe et al., 1991), biologia (May, 2004; Rai e Upadhyay,
2004; Alonso e McKane, 2002), matemática (Zhang et al., 2006; Gumel et al.,
2004; May, 2004; Hastings e Palmer, 2003; Moghadas e Gumel, 2003; Rothman
e Greenland, 2002; Timmreck, 2002; Kermack e McKendrick, 1927; Bernoulli,
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1760), engenharia (Rafikov e Schons, 1997), controle (Becker et al., 2005; Ger-
sovitz e Hammer, 2004; Wickwire, 1977), ciência da computação (Balthrop et al.,
2004; Lloyd e May, 2001; Pastor-Satorras e Vespignani, 2001; Dwan, 2000), entre
outras.

Para os propósitos deste trabalho, adota-se a seguinte definição:

Epidemia é a alteração de uma ou mais características em um número
significativo de indivíduos de uma população.

Considera-se indivíduos como entidades únicas, por exemplo os seres huma-
nos, animais e até mesmo máquinas ou computadores. Caso essas características
sejam relacionadas a saúde, tem-se o sentido estrito do termo epidemia, inicial-
mente apresentado. Por outro lado, caso essa característica seja, por exemplo,
a infecção de um computador, o conceito sugerido abrangerá uma situação do
campo da ciência da computação. A questão de ser ou não significativo um deter-
minado número de indivíduos depende do contexto.

A interação entre os indivíduos e o meio constitui-se em um sistema epide-
miológico. Por meio entende-se, o meio ambiente, outros indivíduos, parasitas,
vírus de computador e tudo mais que se relacione com os indivíduos.

Na seção seguinte será apresentada a relevância do estudo, momento em que
serão apresentados alguns argumentos que mostram o impacto econômico e so-
cial de epidemias em seres humanos, animais e máquinas. Em seguida, serão
discutidas as motivações deste trabalho. Afinal, quais as razões que levaram um
Engenheiro Eletricista a investigar epidemias? As duas últimas seções apresentam
um sumário dos objetivos deste trabalho e a estrutura dos demais capítulos desta
tese.

1.1 Relevância

As características relacionadas à saúde são as mais estudadas do ponto de vista
epidemiológico. Dentre essas, as doenças infecciosas são as mais relevantes. As
doenças infecciosas desempenham um enorme papel na história da humanidade
(Gandon et al., 2003; Earn et al., 2002; Day, 2002). Elas são uma das maiores fon-
tes de mortalidade e constituem-se potentes forças seletivas (Day, 2002; Hethcote,
2000; Anderson e May, 1992). A literatura histórica e epidemiológica está repleta
de casos de doenças infecciosas que invadiram comunidades humanas afetando a
população e a organização social. O número de mortes provocado pelas maiores
epidemias de todos os tempos é impreciso, mas é incomparavelmente maior que
o número de mortes provocados por todas as guerras (Anderson e May, 1992).
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A Organização Mundial para a Saúde (OMS) estima que a erradicação da va-
ríola 1 por meio da vacinação em massa resulta em uma economia de dois bilhões
de dólares por ano. A poliomielite foi erradicada em vários países do mundo, in-
clusive no Brasil. Estima-se que a erradicação da pólio economizará cerca de 1,5
bilhões de dólares (Hethcote, 2000). Quanto aos prejuízos relacionados a animais,
pode-se citar o caso da brucelose bovina, cujo impacto econômico estimado é da
ordem de 32 milhões de dólares por ano no Brasil (Poester et al., 2002).

Atualmente, o vírus HIV (human immunodeficiency virus), o agente causador
da AIDS (acquired immunodeficiency syndrome), passou a ter um significante im-
pacto nos índices de mortalidade tanto em países ricos quanto em países pobres.
Estima-se que 18 milhões de mortes foram causadas pela AIDS desde que a do-
ença foi detectada no início dos anos 80 (Schwartlander et al., 2000). Em dezem-
bro de 2004 havia 39,4 milhões de pessoas vivendo com o vírus HIV (UNAIDS
e WHO, 2004). Em 2004, cerca de 4,9 milhões de pessoas foram infectadas com
o vírus HIV e houve 3,1 milhões de mortes causadas pela AIDS, ou seja, um au-
mento de 1,8 milhões de pessoas infectadas com o HIV, apenas em 2004. Klausner
et al. (2003) apresentam a real gravidade da epidemia de AIDS e conclamam toda
a comunidade científica mundial para o desenvolvimento da vacina para a AIDS.
Se nada for feito, as estimativas indicam que, em 2010, haverá cerca de 45 milhões
de infectados e, em 2020, aproximadamente 70 milhões de pessoas terão morrido
por conseqüência da AIDS.

Não são apenas os homens que estão sujeitos a doenças infecciosas. Muitas
doenças atacam animais domésticos e animais de alto valor econômico, dissemi-
nando ou reduzindo a produtividade de rebanhos bovinos, caprinos, entre outros
(Barlow et al., 1997; Rowe e East, 1997; Poester et al., 2002). A ploriferação de
doenças infecciosas em animais é um grande problema para saúde pública. Em
várias ocasiões, como ocorreu com a epidemia da encefalopatia espongiforme
bovina, popularmente conhecida como epidemia da vaca-louca, ou mais recente-
mente com a gripe das aves da Ásia, o sacrifício de milhares de animais foi neces-
sário, causando grande prejuízo econômico (Gersovitz e Hammer, 2004; Hueston,
2003; Cox et al., 2003).

As doenças infecciosas são provocadas por agentes externos capazes de se
reproduzir e causar danos aos hospedeiros. Esses agentes são, em sua maioria,
vírus e bactérias (Anderson e May, 1992). A partir da década de 80, esses agentes
deixaram de ser exclusividade do reino animal e começaram a infectar também
o reino das máquinas: surge o vírus de computador. 2 O primeiro vírus de com-

1O último caso registrado na América foi em 1971. O último caso no mundo ocorreu em 1977,
na Somália (Hethcote, 2000).

2O termo vírus de computador (computer virus) foi formalmente definido por Fred Cohen em
1983, quando ele desenvolvia estudos acadêmicos na empresa Digital Equipment Corporation.
Para Cohen, um vírus de computador é “qualquer programa capaz de modificar outros programas
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putador encontrado foi o Apple II, no início dos anos 80 (Dwan, 2000). Desde
então, milhões de computadores têm sido infectados ao redor do mundo. Em
2003, estima-se que o vírus Sobig causou prejuízos da ordem de 30 bilhões de
dólares (Balthrop et al., 2004). Atualmente, vírus de computador representam um
considerável risco para grandes empresas e até para usuários domésticos (Piqueira
et al., 2005).

Seja em homens, em animais ou em máquinas, o controle de epidemias é um
desafio para a humanidade. A ciência tem contribuído para essa empreitada de
diversas formas, cobrindo desde o desenvolvimento de vacinas até campanhas de
conscientização e políticas públicas. Dada a relevância do assunto, uma nova área
surgiu na ciência, a Epidemiologia, definida como “o estudo da natureza, causa,
controle e determinantes da freqüência e distribuição de doença, enfermidade e
morte em populações humanas” (Timmreck, 2002). 3

1.2 Motivação
A epidemiologia avançou significativamente nos últimos dois séculos, graças às
áreas de biologia celular, biologia molecular, imunologia entre outras . Na Europa
e América do Norte, o resultado desse avanço pode ser observado na considerável
diminuição nas taxas de mortalidade e na elevação da expectativa de vida, que em
1700 era de 25-30 anos e em 1970 passou para 70-75 (Anderson e May, 1992,
p.3).

Dentro da epidemiologia, uma outra área que se fortaleceu foi a epidemiolo-
gia matemática. Particularmente, o interesse em modelar doenças infecciosas tem
sido objeto de inúmeros trabalhos em todo o mundo (Xia e Moog, 2003; Timm-
reck, 2002; Yang, 2001; Hethcote, 2000; Murray, 1993; Anderson e May, 1992)
.Yang (2005) afirma que “modelos matemáticos têm auxiliado os sanitaristas na
escolha do melhor mecanismo de controle de doenças infecciosas por meio de
vacinações.” Clancy (1999) expressa a razão principal deste interesse ao dizer:

The main reasons for studying mathematical models of disease spread

para incluir uma cópia dele mesmo” (Dwan, 2000).
3Essa definição é clássica e abrange mais o envolvimento da epidemiologia no cenário da saúde

humana. Entretanto, vários autores tem usado esse termo para os estudos relativos a animais
(Keeling et al., 2003; Fulford et al., 2002; Barlow et al., 1997; East et al., 1993) e também para a
disseminação de vírus de computador (Balthrop et al., 2004; Lloyd e May, 2001; Pastor-Satorras e
Vespignani, 2001; Dwan, 2000). Nesse sentido, no presente trabalho, apresenta-se uma definição
alternativa e mais abrangente, tratando a epidemiologia como o “o estudo das causas, dinâmica
e controle dos efeitos nocivos provocados por parasitas (por exemplo, vírus, bactérias, vírus de
computador) a uma comunidade (por exemplo, de seres humanos, de animais, ou um conjunto de
computadores)”.
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is the hope that improved understanding of the transmission mecha-
nism may lead to more effective control strategies. 4

De modo mais geral, Hethcote (2000) afirma que a modelagem epidemio-
lógica pode contribuir para “o projeto e análise de pesquisas epidemiológicas,
sugerir qual tipo de dado deve ser coletado, identificar tendências, realizar predi-
ções e estimar a incerteza das predições”. Estimar a incerteza de predições é uma
importante característica para os modelos epidemiológicos, pois normalmente as
séries epidemiológicas possuem poucos dados, tornando a modelagem uma tarefa
bastante difícil (Medley, 2001).

Periodicamente, novos vírus de gripe emergem e propagam-se por populações
de suscetíveis, resultando em epidemias mundiais ou pandemias. Segundo Cox
et al. (2003), a melhor defesa para a próxima pandemia é o desenvolvimento de
um programa mundial de vacinação. Modelos matemáticos podem contribuir para
o sucesso desse programa.

A modelagem matemática de doenças infecciosas tem suas raízes na mode-
lagem de sistemas ecológicos, principalmente nos modelos que procuram captar
a dinâmica da interação entre duas ou mais espécies competitivas (por exemplo,
vírus e o homem) (Corso et al., 2002; Meza et al., 2002). Odum (1988) afirma:

“Alguns aspectos teóricos mais largamente debatidos da teoria de
competição giram em torno das equações que vieram a ser conhe-
cidas como equações de Lotka e Volterra (chamadas assim porque
foram propostas como modelos por Lotka e Volterra, em publicações
separadas, em 1925 e 1926).” [p. 235]

Para ilustrar a motivação deste trabalho, considere a Figura 1.1. Com a apli-
cação de vacinação em massa na população de Londres e de todo o Reino Unido,
o número de pessoas infectadas por sarampo caiu drasticamente. Isso foi possí-
vel, graças ao desenvolvimento de uma vacina eficiente. Entretanto, uma série
de questões, se respondidas na época, poderiam ter melhorado o desempenho da
vacinação. Algumas perguntas são listadas a seguir:

1. Qual é o percentual mínimo de pessoas que deviam ser vacinadas ou iso-
ladas para garantir a erradicação da doença (Moghadas e Gumel, 2003;
Hethcote, 2000; Becker et al., 2005)?

2. Qual é a freqüência ótima da vacinação (Zhou e Liu, 2003; d’Onofrio, 2002;
Lu et al., 2002)?

4As principais razões para o estudo de modelos matemáticos da proliferação de doenças é a
esperança de que uma melhor compreensão dos mecanismos de transmissão possa proporcionar
estratégias de controle mais efetivas.
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Figura 1.1: Casos notificados de sarampo em Londres de 1948–1987

Número de casos notificados de sarampo em Londres, no período de 1948
a 1987. Esse conjunto de dados é um dos mais bem documentados e estu-
dados que se tem notícia. A vacinação aconteceu a partir de 1966. Dados:
measles4887.dat

3. Todas as cidades deveriam ser vacinadas simultaneamente ou poderia haver
algum assincronismo nas epidemias (Grenfell et al., 2001)?

4. A vacinação deve ocorrer igualmente em todas as idades, ou deve haver
diferenças na freqüência de acordo com a idade (Greenman et al., 2004;
Guihua e Zhen, 2004; d’Onofrio, 2002; Hethcote, 2000)?

5. O tratamento da vacinação deve ser igual ou diferente para grandes centros
urbanos e pequenas cidades (Bjornstad et al., 2002; Grenfell et al., 2002)?

6. Que variável deve ser medida, número de suscetíveis ou infectados para
reproduzir a dinâmica do sistema (Letellier et al., 2002; Peck, 2004)?

7. Qual a melhor estratégia para controlar uma epidemia? Isolamento ou vaci-
nação (Kretzschmar et al., 2004)?

Neste trabalho pretende-se investigar primordialmente as questões 1, 2, 5 e 7.
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Os dados mostrados na Figura 1.1 fazem parte da mais longa e mais bem docu-
mentada série de dados epidemiológicos 5 de que se tem notícias (Bjornstad et al.,
2002; Grenfell et al., 2002; Keeling e Grenfell, 2002a; Finkenstadt e Grenfell,
2000; Grenfell et al., 1994).

1.3 Objetivos
A classificação dos indivíduos em estados é a abordagem mais utilizada para estu-
dar os sistemas epidemiológicos. Kermack e McKendrick (1927) desenvolveram
o modelo SIR, que classifica os indivíduos em três estados: suscetíveis, infectados
e recuperados. Esses três estados são relacionados por meio de equações diferen-
ciais não-lineares. Esse modelo será descrito com mais detalhes na seção 2.3.3.
No modelo SIR é possível incorporar ações de controle (Ogren e Martin, 2002;
Behncke, 2000; Stone et al., 2000; Piccardi e Lazzaris, 1998). Neste contexto,
ações de controle são alterações no sistema que permitem levá-lo a um estado de-
sejado (Ogata, 2003). Essas ações de controle podem ser, entre outras, a vacinação
e isolamento.

Neste trabalho os seguintes aspectos são investigados:

1. influência da vacinação e isolamento na dinâmica do modelo SIR (Anderson
e May, 1992; Hethcote, 2000);

2. modelos baseados em indivíduos (MBI) (Keeling e Grenfell, 2000; Sole
et al., 1999; Grimm, 1999; Lomnicki, 1999);

3. uso do controle ótimo (Gersovitz e Hammer, 2004; Francis, 2004; Caetano
e Yoneyama, 2001; Behncke, 2000; Kirk, 1970) e vacinação pulsada (Zhou
e Liu, 2003; Lu et al., 2002; Stone et al., 2000; Agur et al., 1993) .

Esses três objetivos estão assim articulados. O primeiro objetivo investigará a
dinâmica do modelo SIR e a influência da aplicação da vacinação ou isolamento na
dinâmica do modelo. O sistema epidemiológico é representado por equações dife-
renciais não-lineares. Será utilizada a análise de sistemas dinâmicos não-lineares
(Fiedler-Ferrara e Prado, 1994; Schinazi, 1996; Monteiro, 2002).

As premissas conceituais utilizadas para formular o modelo SIR são utilizadas
para elaborar um modelo baseado em indivíduos (MBI). Essa estratégia utiliza de
relações estocásticas (aleatórias) para modelar as alterações nas características dos
indivíduos. Objetiva-se formular um modelo que, para populações muito grandes
e intervalos de tempo pequenos, tenha um comportamento semelhante ao modelo

5Um conjunto de 60 séries de cidades diferentes do Reino Unido de notificações de sarampo
pode ser encontrado no sítio: http://www.zoo.cam.ac.uk/zoostaff/grenfell/measles.htm.

http://www.zoo.cam.ac.uk/zoostaff/grenfell/measles.htm
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SIR. Por outro lado, deseja-se um modelo que permita analisar os comportamentos
estocásticos para pequenas populações.

Por fim, deseja-se estudar duas técnicas de controle para o modelo SIR. O
objetivo é obter uma lei de controle ótima para a vacinação e otimizar uma vaci-
nação por pulsos. Pretende-se aplicar as técnicas de controle propostas e avaliar
seus resultados em um modelo estocástico proposto no capítulo 4.

1.4 Estrutura do Texto
O restante deste texto está organizado da seguinte forma:

O capítulo 2 traz os conceitos fundamentais da Epidemiologia, iniciando o
assunto com um breve histórico. Ênfase é dada à modelagem matemática, mos-
trando os modelos clássicos baseados no princípio de ação de massa (Hethcote,
2000) e novas propostas de modelagem presentes na literatura. Ainda nesse capí-
tulo, as principais estratégias de controle aplicadas à epidemiologia são apresen-
tadas.

No capítulo 3, analisa-se a dinâmica do modelo SIR. Primeiramente, as carac-
terísticas principais desse modelo são descritas. Em seguida, a análise da estabili-
dade dos pontos fixos em função da variação da taxa de transmissão β é realizada.
Mostra-se que a ação de controle, seja na forma de vacinação ou isolamento de in-
divíduos infectados, consiste na alteração da taxa de transmissão, permitindo que
o sistema seja levado a vários comportamentos dinâmicos, inclusive o da erradica-
ção da doença. Analisa-se também a influência da ação simultânea da vacinação
e isolamento.

No capítulo 4, apresenta-se o desenvolvimento do MBI. Inicia-se o desenvol-
vimento a partir do estabelecimento das premissas epidemiológicas que servem
de base para o modelo SIR, bem como, de outras premissas presentes na literatura
que versam sobre o comportamento de sistemas epidemiológicos para pequenas
populações. Uma formulação matemática e um algoritmo para o MBI. Simula-
ções são apresentadas e discute-se a similaridade do MBI com o modelo SIR. Ao
fim deste capítulo, propõe-se uma expressão para o cálculo da probabilidade de
erradicação da doença.

Duas técnicas de controle são investigadas e apresentadas no capítulo 5. A pri-
meira, o controle ótimo, faz uso do máximo princípio de Pontryagin. Obtém-se,
dessa técnica, uma expressão analítica para o controle ótimo. Dessa expressão,
faz-se uma análise de seu sentido epidemiológico. Em seguida, por meio do al-
goritmo de otimização não linear de Nelder-Mead, obtém-se uma vacinação por
pulsos otimizada em função da intensidade do pico e do intervalo entre os picos.
As estratégias desenvolvidas são também aplicadas no MBI.

O capítulo 6 resume as principais contribuições deste trabalho. Apresenta-se,
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também, um balanço dessas contribuições. Por fim as perspectivas de pesquisas
futuras, obtidas a partir do encontro de questões ao longo deste trabalho, mas que
não foram investigadas, são apresentadas.





Capítulo 2

Epidemiologia Matemática

“Above all, remember Einstein’s dictum: models should be as
simple as possible, but not more so.”

May (2004) 1

2.1 Introdução
O interesse em compreender como as doenças proliferam-se data de tempos an-
cestrais. Somente a partir do século XVIII é que um estudo matemático começou a
ser realizado. Este capítulo objetiva apresentar um breve histórico do desenvolvi-
mento da epidemiologia matemática, os conceitos fundamentais da epidemiologia
e as principais estratégias de controle citadas na literatura.

2.2 Breve Histórico da Epidemiologia
Nenhum outro exemplo sintetiza melhor o efeito desastroso de doenças infecci-
osas do que a peste negra que causou terror em toda a Europa durante os anos
de 1347-1350, matando um quarto de toda a população (Alonso, 2004; Anderson
e May, 1992). Em 1665, mais de 68 mil pessoas morreram de peste bubônica
em Londres, deixando a população dessa cidade aterrorizada. Doenças infecci-
osas endêmicas na Europa, tais como sarampo, varíola, gripe e peste bubônica,
foram transmitidas por estrangeiros e foram responsáveis pela exterminação de

1Acima de tudo, lembre-se do ditado de Einstein: modelos devem ser os mais simples possí-
veis, mas não mais do que isso.
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grupos étnicos, os quais não entraram em contato com a doença e desse modo não
desenvolveram imunidade (Alonso, 2004).

Fora do continente europeu, há inúmeros outros relatos de epidemias. Em
1520, os Astecas perderam três quartos de sua população devido à varíola. A epi-
demia de varíola na população asteca revela algumas características marcantes na
investigação epidemiológica: i) resistência à infecção devido a características ge-
néticas; ii) verificação do processo de seleção natural em comunidades humanas;
iii) imunidade adquirida à infecção.

Em tempos mais recentes, outras epidemias também causaram milhões de
mortes. Na Rússia estima-se 2 milhões e meio de mortes causadas pela tifo durante
os anos de 1918 a 1921. Em 1919, cerca de 20 milhões morreram na epidemia
mundial de gripe (Cox et al., 2003). O Brasil também foi afetado com essa epi-
demia. No Rio de Janeiro, morreram 17 mil pessoas em dois meses. O seguinte
trecho jornalístico ilustra o desespero da população na época.

“O que se está passando na Saude do Porto da nossa capital é simples-
mente assombroso. Os navios entram infeccionados, os passageiros e
tripulantes atacados saltam livremente contribuindo para contaminar
cada vez mais a cidade, não soffrendo os navios o mais rudimentar
expurgo! A Saude do Porto não tem conducção, não tem o pessoal
necessario para as emergências do momento e o material preciso para
as desinfecções. Telegrammas chegados ha dias de Estados do Norte,
annunciaram detalhadamente dezenas de casos de influenza hespa-
nhola occoridos a bordo da Itassucê.” – Rio Jornal, 11 de outubro de
1918

Atualmente, o vírus HIV passou a ter um significante impacto nos índices de
mortalidade tanto em países ricos quanto em países pobres. Estima-se 18 milhões
de mortes causada pela AIDS. No Brasil, o Ministério da Saúde notificou aproxi-
madamente 240 mil casos de AIDS. O Brasil tem cerca de 600 mil portadores do
HIV (Ministério da Saúde, 2002). Estima-se o aparecimento de mais de 30 mil
novos casos a cada ano (Barbosa e Struchiner, 2002).

De fato, o estudo de epidemias de doenças infecciosas tem origem bastante
antiga. A lista de epidemias compiladas pela escola chinesa de Ssu Kuang (960-
1279 DC) e pela escola grega de Hipócrates (458-377 AC) ilustram esse ponto.
Entretanto, o estudo científico da epidemiologia 2 de doenças infecciosas somente
começaram após o desenvolvimento da teoria das doenças causadas por germes.

2O termo epidemiologia originou-se de termos utilizados pelo primeiro pai da Epidemiologia,
Hipócrates, a Escola de Cos, na Grécia, 400 a.C.: (...) como meio de incorporar uma perspectiva
comunitária à compreensão das enfermidades. Foi Hipócrates quem definiu os termos epidemia
e endemia: i) epidemeion: que significa visitar, ou seja, enfermidades que visitam a comuni-
dade; ii) endemeion, que significa residir, ou seja, enfermidades que permanecem na comunidade
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No início da literatura médica, há poucas referências à idéia de que criatu-
ras vivas invisíveis poderiam ser responsáveis por alguma doença. A teoria do
germe somente começou a ser desenvolvida por Frascatorius (1475-1503), um
famoso médico de Verona, na publicação de uma artigo em que esse autor clara-
mente expressou a crença em que organismos invisíveis fossem capazes de causar
doenças e em que a enfermidade poderia ser transmitida pelo contato direto ou in-
direto entre pessoas. Com o advento de simples lentes de aumento e a construção
dos primeiros microscópios, cientistas do século XVII e XVIII demonstram que
micro-organismos realmente existem.

Desde a Antiguidade, foi observado que certas pessoas se recuperavam de
doenças e se tornavam imunes. A partir do século XV, procurou-se induzir imu-
nidade nos indivíduos que não haviam tido contato prévio com o vírus. Somente
no século XVIII, Edward Jenner (1749–1823) inoculou em um menino o raspado
de pus de lesão de uma ordenhadora que adquirira varíola da vaca (uma moléstia
benigna) e, posteriormente, inoculou, no mesmo menino, o pus de paciente no
estágio ativo de varíola. 3 Ocorre então, a primeira vacinação. Os trabalhos de
Louis Pasteur (1822-1895) e Robert Koch (1843-1910) levaram a epidemiologia
a um desenvolvimento científico rigoroso acerca dos procedimentos de análise e
prevenção de epidemias, da análise quantitativa e medidas preventivas apropria-
das para o tratamento de cada paciente, bem como no tratamento de comunidades
inteiras.

2.2.1 A Matemática na Epidemiologia

O primeiro trabalho conhecido de aplicação de matemática aos estudos da epide-
miologia é atribuído a Daniel Bernoulli (1700-1782) em 1760. Bernoulli usou um
método matemático para avaliar a eficiência de políticas públicas no tratamento

(Timmreck, 2002). Em uma perspectiva estatística, pode-se utilizar a seguinte definição. Endemia
refere-se a uma doença sempre presente em determinada área. O canal endêmico é a representação
da variação sazonal das doenças. Para calcular o canal endêmico, gera-se o gráfico das médias das
incidências mensais das doenças e calcula-se a partir destes valores os limites superior (+ 1,96
vezes o desvio padrão) e inferior (menos 1,96 vezes o desvio padrão). Se a situação estiver sob
controle, as taxas de incidência vão variar dentro do canal endêmico sem ultrapassá-lo. Mas se a
taxa de doença ultrapassar o limite superior e aí permanecer (isto é, não voltar para o canal en-
dêmico) nos meses seguintes está diagnosticada a epidemia. Pode-se também variar o período de
amostragem, para uma semana, por exemplo.

3O primeiro experimento de Jenner ocorreu em um garoto, James Phipps, o filho de um de seus
empregados. A questão se houve ou não consentimento de James ou de seus pais é controversa.
Bazin (2003) faz um relato histórico da prevenção da infecção de doenças por meio de imuniza-
ção. Esse relato excursiona os primeiros fatos conhecidos sobre mecanismos de vacinação até a
utilização de engenharia genética em dias atuais.
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de varíola (Bernoulli, 1760). 4 Após quase cem anos, em 1840, William Farr ajus-
tou uma curva ao número de débitos provocados pela varíola no Reino Unido.
Em 1906 John Brownlee aplicou técnicas estatísticas para analisar longas séries
temporais de dados epidemiológicos (Anderson e May, 1992).

De modo diferente, os cientistas Hamer e Ross, no início do século XX, in-
vestigaram a transmissão de doenças infecciosas por meio de simples modelos
matemáticos. Em 1906, Hamer postulou que o desenvolvimento de uma epide-
mia depende da taxa de contato entre indivíduos não infectados (suscetíveis) e
indivíduos infectados. Essa noção tornou-se um dos mais importantes conceitos
na aplicação de matemática em epidemiologia conhecido como princípio de ação
de massa. Mais precisamente, o princípio de ação de massa define que a taxa
de transmissão da doença é proporcional ao produto da densidade de indivíduos
suscetíveis e infectados. Vinte anos mais tarde, Kermack e McKendrick (1927)
desenvolveram uma teoria relacionando o surgimento de uma epidemia a um valor
crítico do número de suscetíveis. O princípio de ação de massa e a teoria do valor
crítico são os dois marcos nos estudos da epidemiologia moderna.

A literatura científica sobre epidemiologia tem-se diversificado. Observa-se
vários estudos na aplicação de teoria de controle aos modelos epidemiológicos
(Becker et al., 2005; Moghadas, 2004; Balthrop et al., 2004; Kretzschmar et al.,
2004; Keeling et al., 2003; Koopman, 2002; Gani e Leach, 2001; Muller et al.,
2000; Stone et al., 2000; Clancy, 1999; Piccardi e Lazzaris, 1998; Ghezzi e Pic-
cardi, 1997; Barlow et al., 1997; Blount et al., 1997; Wickwire, 1977), no estudo
da dispersão espacial das doenças (Grenfell et al., 2001), na importância da hete-
rogeneidade e aplicação da teoria do valor crítico em modelos mais complexos,
tanto determinísticos quanto estocásticos (Anderson e May, 1992). Além dos tó-
picos mencionados, encontra-se também estudos como: verificação de caos (Ol-
sen e Schaffer, 1990; Sugihara e May, 1990; Gamarra e Solé, 2000), controle e
sincronismo de caos (Sole et al., 1999; Gamarra et al., 2001), análise de dinâ-
mica não-linear (Grenfell et al., 2002). Observa-se também uma tendência para
pesquisas que revelem características determinísticas na epidemia (Finkenstadt e
Grenfell, 2000; Bjornstad et al., 2002; Grenfell et al., 2002; Keeling e Rohani,
2002; Coutinho et al., 1999; Hethcote et al., 1999; Diekmann et al., 1998). Uma
outra tendência aparentemente promissora é o uso de modelos baseados em re-
des 5 que permite incorporar heterogeneidades do sistema (Balthrop et al., 2004;

4O autor não teve acesso a esse artigo. Mas em referências como (Yang, 2001; Hethcote, 2000;
Kephart et al., 1993; Anderson e May, 1992) o trabalho de Bernoulli é considerado como pioneiro
na aplicação de matemática à epidemiologia.

5Uma rede é um conjunto de vértices (ou nós) conectados por arestas. Uma revisão a respeito
de modelos baseados em redes pode ser encontrada em (Newman, 2003). Em (Capra, 2002) há
um reflexão científica e filosófica da importância de se encarar os indivíduos de um sistema como
conectados por uma teia. Nessa mesma linha, Boff (2004) articula justiça social, espiritualidade e
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Newman, 2002; Lloyd e May, 2001; Pastor-Satorras e Vespignani, 2001) e mo-
delos estocásticos (Krone, 2004; Alonso, 2004; Aiello e da Silva, 2003; Alonso e
McKane, 2002).

2.3 Conceitos Básicos da Epidemiologia

A epidemiologia matemática fundamenta-se em hipóteses matemáticas que quan-
tificam alguns aspectos do fenômeno biológico da interação entre o parasita (ví-
rus, bactéria e vírus) e hospedeiro (homem, animal, computador). Essa interação
ocorre em dois níveis: individual e coletivo (Yang, 2001). No primeiro nível,
o interesse recai sobre o mecanismo de transmissão, infecção e eventual imuni-
dade no indivíduo. No segundo, além desses aspectos, há também interesse na
dinâmica do número de indivíduos infectados ao longo do tempo, isto é, se há
presença de ciclos, picos, regimes estáveis, entre outras características. Um outro
tipo de estudo, refere-se a interferência mútua entre parasitas em uma população
de hospedeiros (Xu e Boyce, 2005).

Um dos primeiros passos para compreender os conceitos básicos é entender
o que são microparasitas. 6 Esses agentes podem ser vistos como parasitas que
possuem reprodução direta, usualmente em elevadas taxas, dentro do hospedeiro.
Eles tendem a ser caracterizados pelo tamanho pequeno e curto tempo de uma
geração, quando comparado com o hospedeiro. Normalmente, os hospedeiros
que se recuperam da infecção adquirem imunidade, por certo período e mesmo
freqüentemente por toda a vida. Embora haja importantes exceções, a duração
da infecção é tipicamente menor do que o período de vida do hospedeiro. Esta
característica, combinada com imunidade adquirida, significa que as infecções
causadas por microparasitas são transitórias.

No estudo das infecções causadas por microparasitas, a abordagem mais utili-
zada é dividir a população de hospedeiros em algumas classes, sendo que as mais
comuns são: suscetíveis, infectados e recuperados (imunes) (Satsuma et al., 2004;
Ackleh e Allen, 2003; Korobeinikov e Wake, 2002; Lu et al., 2002; Newman,
2002; Hethcote, 2000; Anderson e May, 1992). Esse modelo compartimentado 7

para a interação dinâmica entre as populações parasitárias e hospedeiras é descrito
esquematicamente na Figura 2.1. Normalmente, os três compartimentos conside-

ecologia, enfatizando o aspecto da indissociabilidade entre os indivíduos humanos e o meio: todos
estão ligados em uma teia. Por esta obra, Boff foi agraciado em 2001, em Estocolmo, na Suécia,
com o Prêmio Nobel Alternativo da Paz.

6O presente trabalho limita-se a estudar os microparasitas. O leitor poderá consultar (Anderson
e May, 1992) para uma discussão a respeito dos macroparasitas.

7Em ecologia, o método do sistema compartimental enfatiza as quantidades de energia e mate-
riais nos compartimentos do ecossistema (Odum, 1988, p. 332).
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rados são:

• Suscetíveis: indivíduos que não estão infectados, mas podem vir a estar.

• Infectados: indivíduos que estão com a doença e podem transmiti-la para
outros indivíduos.

• Recuperados: indivíduos que estão recuperados e imunes ao contágio. A
imunidade neste caso é adquirida após o indivíduo se recuperar da doença.

Suscetíveis RecuperadosInfectados

d

 I
N 

Mortos MortosMortos



d d

bbb

N

Σ

Figura 2.1: Representação esquemática do modelo SIR

Representação esquemática do modelo compartimental de hospedeiros infec-
tados por parasitas. As três classes consideradas são: i) Suscetíveis (S(t));
ii) Infectados (I(t)); iii) Recuperados ou imunes (R(t)). Nesse diagrama os
hospedeiros reproduzem a uma taxa b (taxa de natalidade) e morrem a uma
taxa de d (taxa de mortalidade). Os hospedeiros infectados possuem uma taxa
α adicional à sua taxa de mortalidade, a taxa de letalidade. O tempo médio
de permanência nas classes infectadas e imunes são de 1/γ e 1/ν, respectiva-
mente. β é o coeficiente de transmissão que determina a taxa em que novas
infecções surgem como conseqüência do contato entre suscetíveis e infecta-
dos. µ é a taxa de novos suscetíveis por unidade de tempo.

No diagrama da Figura 2.1, os hospedeiros reproduzem a uma taxa b (taxa
de natalidade) e morrem a uma taxa de d (taxa de mortalidade). Os hospedeiros
infectados possuem uma taxa α adicional à sua taxa de mortalidade, a taxa de
letalidade. O tempo médio de permanência nas classes infectadas e recuperados
são de 1/γ e 1/ν, respectivamente. O coeficiente de transmissão que determina a
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taxa em que novas infecções surgem como conseqüência do contato entre susce-
tíveis e infectados é definido por β. A taxa de novos suscetíveis por unidade de
tempo é expressa por µ. O modelo SIR, ou K-M, nome dado em homenagem aos
seus primeiros proponentes Kermack e McKendrick, usam equações diferenciais
e a estratégia de compartimentos (Wickwire, 1977). O modelo SIR, como é base-
ado em equações diferenciais, permite a utilização de técnicas relativamente mais
conhecidas para analisar seu comportamento.

Para se obter o conjunto de equações que representa o modelo SIR, algu-
mas considerações são feitas. Primeiramente, costuma-se definir s(t) = S(t)/N ,
i(t) = I(t)/N e r(t) = R(t)/N , como sendo, respectivamente, a proporção de
suscetíveis, infectados e recuperados em uma população de tamanho N constante.
Se β é o número médio de contatos adequados, ou seja, contatos em que houve a
transmissão de doenças, de uma pessoa por unidade de tempo, então βI/N = βi
é a média do número de contatos com infectados por unidade de tempo de um
indivíduo suscetível. Também, βIS/N = βNis é o número de novos casos
por unidade de tempo devido a S = Ns indivíduos suscetíveis. 8 Além disso,
considera-se que o indivíduo infectado possui uma taxa de letalidade nula, ou
seja, α = 0. Considera-se também que a população é constante, isto é, existe um
balanço entre a taxa de mortalidade e nascimento, o que equivale a afirmar que
d = µ. Por fim o modelo SIR 9 pode ser escrito como o conjunto de equações
diferenciais:

dS/dt = µN − µS − βIS/N, S(0) = S0 ≥ 0,
dI/dt = βIS/N − γI − µI, I(0) = I0 ≥ 0,
dR/dt = γI − µR, R(0) = R0 ≥ 0,

(2.1)

em que S(t) + I(t) + R(t) = N . Dividindo as equações em (2.1) por N , tem-se

ds/dt = µ− µs− βis, s(0) = s0 ≥ 0,
di/dt = βis− γi− µi, i(0) = i0 ≥ 0.

(2.2)

8Em vários trabalhos considera-se o número de novos casos infectados por unidade de tempo,
como sendo: βIS (Anderson e May, 1992; Bjornstad et al., 2002; Grenfell et al., 2002). Heth-
cote (2000) mostra que desse modo a taxa de contato β cresce linearmente com o tamanho da
população, o que não se observa em várias doenças infecciosas no homem.

9Neste trabalho as equações diferenciais serão simuladas utilizando o método de Runge-Kutta
de 4a ordem, com tolerância relativa de 1 × 10−10. Apesar de acreditar que tal tolerância seja
suficiente, as simulações tem sua tolerância variada para verificar eventuais problemas de con-
vergência. Uma discussão interessante a respeito do efeito do passo de integração na simulação
de modelos epidemiológicos pode ser encontrada em (Moghadas e Gumel, 2003). Em (Wilson,
2000), pode-se encontrar uma excelente discussão a respeito dos aspectos computacionais da si-
mulação de modelos ecológicos utilizando a linguagem C.
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r(t) = 1− s(t)− i(t) e a área triangular4 no plano de fase si expressa por

4 = {(s,i)|s ≥ 0,i ≥ 0,s + i ≤ 1} (2.3)

é um invariante positivo e as soluções existem em 4 para todo t ≥ 0, de tal
forma que o modelo é matematicamente e epidemiologicamente bem condicio-
nado (Hethcote, 2000).

Analisa-se as soluções de (2.2) por meio do conceito da taxa básica de re-
produção, R0, que é definida como o número médio de infecções secundárias
produzidas quando um indivíduo infectado é introduzido em uma população in-
teiramente suscetível (Hethcote, 2000). Esse conceito é central em qualquer dis-
cussão sobre dinâmica populacional. Pode-se mostrar que um parasita é capaz de
invadir e estabelecer-se em uma população de hospedeiros quando R0 > 1. Para
verificar isso, é necessário observar em que situação di/dt > 0 no modelo (2.2),
ou seja, em que situação o número de indivíduos infectados aumentará. Considere
a taxa básica de reprodução definida por

R0 =
β

γ + µ
. (2.4)

Teorema 2.3.1 Seja (s(t),i(t)) ⊂ 4 solução de (2.2). Se R0 ≤ 1 ou i0 = 0, as
trajetórias das soluções que iniciarem em4 atingirão a situação de erradicação
da doença s = 1 e i = 0. Se R0>1, as trajetórias das soluções com i0 > 0
atingirão um equilíbrio endêmico dado por s = 1/R0 e i = µ(R0 − 1)/β.

A Figura 2.2 (a) e (b) ilustram as duas possibilidades apresentadas no Teorema
2.3.1. Se R0 ≤ 1, o número de infectados tende a zero (Figura 2.2(a)) e se R0 > 1,
o número de infectados tende ao equilíbrio endêmico (Hethcote, 2000). O capítulo
3 apresenta uma discussão detalhada das propriedades dinâmicas do modelo SIR.

No caso de um microparasita (representado pelo modelo compartimental), R0

é melhor descrito como sendo a média do número de infecções secundárias pro-
duzidas quando um indivíduo infectado é introduzido a uma população em que
todos os indivíduos são suscetíveis. A Tabela 2.1 mostra alguns valores de R0

para algumas doenças infecciosas durante algumas epidemias. Nota-se a grande
diferença do R0 entre países ricos e pobres para a mesma doença infecciosa.

A fração de indivíduos suscetíveis diminui quando uma infecção causada por
microparasita ocorre em uma população. Eventualmente, um equilíbrio pode ser
atingido, quando a taxa de indivíduos suscetíveis que se tornam infectados é igual
à taxa de novos indivíduos que se tornam suscetíveis. Normalmente, considera-se
o crescimento da população de suscetíveis apenas devido aos recém-nascidos, mas
também pode-se incorporar no modelo a imigração ou perda de imunidade. No
equilíbrio, cada infecção produz em média uma segunda infecção; isto é, a taxa de
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Figura 2.2: Plano de fases do modelo SIR

Plano de fases do modelo SIR para as duas situações apresentadas no Teorema
2.3.1. Os parâmetros comuns da simulação são: µ = 1/60, γ = 1/3. As
condições iniciais foram escolhidas dentro da área triangular4. (a) Situação
de erradicação da doença: β = 0,175 e R0 = 0,5. (b) Equilíbrio endêmico:
β = 1,05 e R0 = 3.

Tabela 2.1: Estimativas de R0 para algumas epidemias.

Valores estimados da taxa básica de reprodução, R0, para alguns tipos de do-
enças infecciosas durante algumas epidemias (Anderson e May, 1992, p.70).

Doença Localização Geográfica Período R0

Sarampo Reino Unido 1950–68 16–18
Ontário, Canadá 1912–13 11–12

Rubéola Reino Unido 1960–70 6–7
Polônia 1970–7 11–12
Gâmbia 1976 15–16

Poliomielite Estados Unidos 1955 5–6
Holanda 1960 6–7

HIV (Tipo I) Reino Unido 1981–5 2–5
(Homossexuais masculinos)
Nairobi, Kênia 1981–5 11–12
(Prostitutas)
Kampala, Uganda 1985–7 10–11
(Heterossexuais)
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reprodução efetiva do parasita é Re = 1. Se for assumido a mistura homogênea da
população dos hospedeiros, 10 o número de infecções secundárias produzidas por
um indivíduo infectado é linearmente proporcional à probabilidade de contatos
entre um indivíduo infectado e um indivíduo suscetível. Nesse sentido, a taxa de
reprodução efetiva pode ser expressa por Re = R0sf , em que sf é a parcela de
indivíduos suscetíveis da população. Desse modo, no equilíbrio, Re = 1, tem-se
a relação:

R0sf = 1 . (2.5)

A equação (2.5) tem importantes aplicações nos estudos epidemiológicos e
ecológicos. Destaca-se que R0 não é mensurável diretamente a partir de dados.
Esse índice envolve questões econômicas, genéticas, sociais, e mesmo para esse
caso, que se pode ter uma estimava a partir do momento em que se obtém sf , a
consideração de que o sistema é homogêneo foi levada em conta, o que não é
possível em várias situações.

Em algumas situações é relevante que os parâmetros das equações em (2.1) e
(2.2) sejam dependentes da idade a. Isso parece evidente em doenças como o sa-
rampo em que a taxa de infecção é muito maior em crianças, tanto pelo acréscimo
de contato que elas estão sujeitas nas escolas, bem como em média, terem desen-
volvido menos imunidade do que os adultos. Por outro lado, Earn et al. (2000)
observaram que modelos SEIR (Suscetível-Exposto-Infectado-Recuperado) com
taxa de transmissão variante no tempo comportam-se de modo praticamente idên-
tico aos modelos estruturados por idade. Isso indica que a sazonalidade da taxa de
transmissão é mais importante do que explicitar heterogeneidade na transmissão
(Earn et al., 2000). Neste trabalho, os modelos estruturados por idade não serão
levados em conta.

Outros compartimentos podem ser adicionados, tais como período de latência
e incubação. Hethcote (2000) traz uma ampla discussão desse tema, apresentando
um dos mais gerais modelos de compartimento presentes na literatura, o MSEIR,
que abrange a imunidade passiva adquirida pela mãe (M), indivíduos suscetíveis
(S), expostos (E), infectados (I) e recuperados (R). A característica essencial des-
tes modelos compartimentais, entretanto, é o fato de não se levar em conta a seve-
ridade da doença no indivíduo, ou seja, não importa a gravidade da doença, suas
características nutricionais, herança genética, os indivíduos são tratados por uma
abstração da média do grau de imunidade ou infecção. A seguir é apresentada
uma lista de alguns modelos encontrados na literatura que fazem uso da estratégia
de dividir a população em compartimentos:

• SIR: suscetível, infectado e recuperado (Satsuma et al., 2004; Korobeinikov
10Quando se considera que em média, cada indivíduo de uma população tem as mesmas propri-

edades epidemiológicas, diz-se que essa população é homogênea (Hethcote, 2000; Coutinho et al.,
1999). O modelo proposto no capítulo 4
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e Wake, 2002; Lu et al., 2002; Newman, 2002; Lloyd, 2001; Rinaldi et al.,
2001; Hethcote, 2000; Stone et al., 2000; Allen, 1994);

• SI: suscetível e infectado (Allen, 1994);

• SIS: suscetível, infectado e suscetível (Moghadas, 2004; Zhou e Liu, 2003;
Pastor-Satorras e Vespignani, 2001; Blount et al., 1997).

• SIRS: suscetível, infectado, recuperado e suscetível (Aiello e da Silva, 2003;
Korobeinikov e Wake, 2002; Ghosh et al., 1996);

• SVI: suscetível, vacinado e infectado (Moghadas, 2004);

• SEIR: suscetível, exposto, infectado e recuperado (Moghadas, 2004; Gre-
enman et al., 2004; Earn et al., 2002; d’Onofrio, 2002; Earn et al., 2000;
Hethcote, 2000; Coutinho et al., 1999; Rhodes et al., 1997; Li e Muldow-
ney, 1995);

• SiV: suscetível, infectado e vacinado (Zhou e Liu, 2003);

• TSIR: Time-series SIR model. Versão estocástica do SIR (Bjornstad et al.,
2002; Grenfell et al., 2002; Finkenstadt e Grenfell, 2000).

Encontra-se também variações do modelo SIR para atender a demandas espe-
cíficas. Por exemplo, Huang e Villasana (2005) incorporaram termos que levam
em conta as políticas de prevenção e a transmissão da doença por meio do compar-
tilhamento de seringas e transfusão de sangue para modelar a epidemia da AIDS.
Piqueira et al. (2005) elaboraram o modelo SAIR (suscetível-antídoto-infectado-
recuperado) para investigar a propagação de vírus em redes de computador. Nesse
modelo, a categoria Antídoto designa os computadores que possuem programas de
anti-vírus eficientes.

Além da distinção entre hospedeiros infectados e imunes, é importante com-
preender as fases da infecção da doença. A Figura 2.3 mostra a relação entre os
períodos de incubação, latência e infectante para um microparasita hipotético. O
período a partir do instante de infecção ao aparecimento de sintomas da doença
é denominado de incubação. A duração dos sintomas da doença não é necessa-
riamente sincronizada com o período em que o indivíduo é infectante, ou seja,
o período em que o indivíduo é capaz de infectar outros indivíduos suscetíveis.
Além disso, um hospedeiro pode estar infectado, mas ainda não ser infectante. O
período em que o indivíduo se tornou infectado ao início do período infectante
é denominado latência. Com respeito ao aspecto ecológico da transmissão do
parasita, a soma do período medido de latência ao período médio de infecção é
comumente denotada como o tempo de geração médio da infecção.
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Figura 2.3: Distinção de período de incubação, latência e infectante.

Diagrama da relação entre os períodos de incubação, latência e infectante para
um microparasita hipotético. Observe que o período de infectante e a duração
dos sintomas da doença não são necessariamente sincronizados.

2.3.1 Transmissão Direta e Indireta

As idéias discutidas até o momento podem ser consideradas independentes dos
mecanismos de transmissão. A Figura 2.4 mostra dois tipos de transmissão: direta
e indireta.

Na transmissão direta, indicada na Figura 2.4(a), os estágios de transmissão do
parasita passam diretamente de um hospedeiro para um outro hospedeiro. Alguns
parasitas, incluindo vários vírus e bactérias, passam pelo contato direto entre hos-
pedeiros ou pelo ar. Para a transmissão direta, os vários fatores que influenciam a
taxa básica de reprodução são agrupados em um fator de transmissão geral, T1. A
gripe e AIDS são exemplos de doenças com transmissão direta.

Quando a transmissão é indireta, como ilustrado na Figura 2.4(b), o parasita
passa através de uma ou mais espécies intermediárias de hospedeiros a fim de
completar seu ciclo de vida. Em casos simples, como indicado na Figura 2.4(b),
a taxa básica de reprodução será o produto de fatores envolvidos na transmissão
entre os hospedeiros definitivos e os intermediários, T1, e em seguida, dos hos-
pedeiros intermediários para os hospedeiros definitivos, T2. A malária, dengue e
esquitossomose são exemplos de doenças com transmissão indireta.
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Figura 2.4: Transmissão direta e indireta.

Representação da transmissão direta e indireta. As quantidades T1 e T2 deno-
tam os parâmetros para o fluxo de parasitas entre os hospedeiros definitivos
e intermediários, T1, e entre os hospedeiros intermediários de volta para os
hospedeiros definitivos, T2.

2.3.2 Exemplificando o Modelo SIR

O modelo SIR (2.1) ilustra algumas idéias básicas no estudo de epidemias, tais
como: i) as mudanças que os programas de imunização causam; ii) a presença de
outras perturbações; e iii) servem como ponto de partida para modelos mais rea-
lísticos. Normalmente, o modelo SIR é estudado sob dois aspectos. O primeiro
refere-se a teoria matemática da epidemia que essencialmente concentra-se no es-
tudo da introdução de indivíduos infectados em uma população de grande número
de suscetíveis. O segundo aspecto está relacionado ao comportamento endêmico
no equilíbrio ou próximo ao equilíbrio.

A Figura 2.5 mostra uma solução do modelo (2.1), ao longo de uma faixa
de tempo suficientemente grande para mostrar as fases epidêmicas e endêmicas.
Os parâmetros foram arbitrados de modo a permitir a visualização em uma es-
cala linear: β = 50, γ = 10 ano−1 e µ = 1/70 ano−1 e uma população de 1
milhão. Por intermédio de (2.4) e (2.5), tem-se Ro = 5. O decrescimento repen-
tino na densidade de suscetíveis corresponde à epidemia clássica. O microparasita
(predador) encontra uma população suscetível (presa) super-abundante; o nível de
infecção cresce rapidamente; o número de infectados cresce rapidamente, levando
o número de suscetíveis a um nível inferior ao equilíbrio em estado permanente
(sf = 1/R0). Nesse exemplo, a oscilação é amortecida até que s(t) estabiliza-se
em seu valor endêmico de sf = 1/R0 = 0,2, ou seja, Sf = 200000, pondo fim à
fase epidêmica.

Na Figura 2.5 a fase epidêmica é substituída pela fase endêmica e o que se
observa é que o rápido decrescimento seguido de um lento crescimento no número
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de suscetíveis é substituído por um padrão senoidal ligeiramente amortecido em
torno do ponto de equilíbrio. O período dessa oscilação pode se expresso por
(Anderson e May, 1992, p. 127):

Ts ≈ 2π
√

AD, (2.6)

em que A = 1/(R0µ) representa a idade média em que indivíduo é infectado na
fase endêmica e D = 1/γ é a duração da infecção.
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Figura 2.5: Modelo SIR – Exemplo 1.

Ilustração da relação entre as fases epidêmicas e endêmicas de uma doença
infecciosa, conforme modelo SIR (2.1). Nesse simples exemplo, as oscila-
ções são amortecidas com o tempo e o número de suscetíveis tende ao va-
lor endêmico de 1/R0. Os parâmetros demográficos e epidemiológicos são:
γ = 10 ano−1, µ = 1/70 ano−1, β = 5 e N = 1000000. Rotina: sir.m.

Para dar mais um exemplo do comportamento do modelo SIR, considere um
sistema com os seguintes parâmetros: γ = 1/3 dias−1, µ = 1/60 dias−1, β =
1,05 dias−1, N = 1 × 106, cujos dados foram retirados de (Hethcote, 2000). A
expectativa de vida foi considerada baixa para ilustrar o efeito de amortecimento
que o modelo SIR pode apresentar, conforme exibido na Figura 2.6.
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Figura 2.6: Modelo SIR – Exemplo 2.

Ilustração da relação entre as fases epidêmicas e endêmicas de uma doença
infecciosa, conforme modelo SIR (2.1). A fase endêmica começa em torno do
dia 200, quando não mais se observa oscilações. γ = 1/3 dias−1, µ = 1/60
dias−1, β = 1,05 dias−1, N = 1× 106. Rotina: sir.m.

2.3.3 Considerações sobre o Modelo SIR
O modelo SIR (2.1) não compreende todos os fatores biológicos envolvidos na
interação entre hospedeiros e microparasitas. A seguir são listados alguns fatores
biológicos relevantes na análise de sistemas epidemiológicos:

• Classe latente: outras classes de hospedeiros podem ser acrescentadas no
modelo compartimental. Uma classe normalmente adicionada é a classe
latente que representa os indivíduos que estão infectados mas não são in-
fecciosos.

• Anticorpos maternais: anticorpos maternais podem proteger recém-nascidos
por um período de 3 a 9 meses. Essa característica pode ser vista como um
atraso puro de tempo na transição entre recém-nascidos e suscetíveis.

• Transmissão vertical: em certas infecções pode haver a transmissão vertical
que consiste na transmissão da doença da mãe diretamente para o filho,
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durante o período de gestação. Korobeinikov e Wake (2002) mostram uma
forma de inserir a transmissão vertical em um modelo SIR. Nesse trabalho,
o crescimento de infectados é dado por βSI/N + υI , em que υ é a taxa de
novos indivíduos que adquiriram a doença da mãe.

• Separação de sexos: certas doenças são melhor descritas quando se faz uma
distinção entre os sexos: Si,Ii,Ri com i = 1,2.

• Recuperação: a taxa de recuperação, ν é usualmente tratada como uma
constante independente da idade, e D = 1/ν representa a duração da do-
ença. Pode-se tratar esse índice de duas formas: exponencialmente ou apre-
sentando uma descontinuidade em uma determinada idade. No primeiro
caso, a incidência de infecção reduz-se (ou aumenta) exponencialmente
com o aumento da idade. Na segunda abordagem, a incidência de infec-
tados acontece até uma idade crítica.

• Perda de imunidade: o modelo (2.1) assume que a imunidade, uma vez
adquirida, é por toda a vida. A perda da imunidade pode ser incluída no
modelo básico em termos de taxa de transição entre a classe imune e a
classe de suscetíveis.

• Mortalidade natural: a taxa de mortalidade d assume que a probabilidade
de um indivíduo sobreviver até uma idade a decresce exponencialmente
com a (esse tipo de consideração é chamada de Sobrevivência do Tipo II).
Para humanos, principalmente em países desenvolvidos uma aproximação
melhor é considerar que cada indivíduo vive até uma idade L, e logo após
essa idade morre (Sobrevivência do Tipo I) (Anderson e May, 1992).

• Transmissão: a força da infecção λ é a taxa per capta de aquisição de in-
fecção. Como conseqüência, λ(t)∆t representa a probabilidade que uma
pessoa suscetível seja infectada no intervalo de tempo ∆t. Às vezes, λ pode
ser deduzido diretamente ou indiretamente de dados epidemiológicos. Em
outros contextos, é interessante associar λ, mesmo que de modo linear, ao
número total de infectados:

λ = β

∫ ∞

0

I(a,t)da, (2.7)

em que β é o parâmetro de transmissão, que combina fatores epidemiológi-
cos, ambientais e sócio-econômicos.

• Sazonalidade: vários microparasitas apresentam características sazonais na
transmissão. Tais características derivam de efeitos da temperatura, umi-
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dade, aspectos sociais, entre outros. Um exemplo comum é o período esco-
lar, que coloca um enorme número de crianças em contato umas com outras
(Bauch e Earn, 2003; Bjornstad et al., 2002; Lloyd, 2001; Hethcote, 2000).

• Estado nutricional: os índices de mortalidade, taxa de recuperação, trans-
missão, perda de imunidade são amplamente influenciados pelo estado nu-
tricional do hospedeiro. Um indivíduo em condição miserável, quando
comparado com um indivíduo em boas condições alimentares, possui uma
probabilidade muito maior de adquirir uma doença infecciosa e apresenta
uma resposta mais lenta e menos efetiva do sistema imunológico, além de
taxas mais elevadas de morte causadas pelas doenças (Earn et al., 2002).

• Mistura homogênea: um dos fatores mais questionáveis no modelo (2.1) é a
consideração de que cada par de indivíduos tem a mesma probabilidade de
estar em contato (Anderson e May, 1992; Murray, 1993). Em particular, se
λ for expresso por (2.7), novas infecções aparecem a uma taxa que depende
apenas do produto do número total de suscetíveis e infectados, βSI . Tes-
tes usando dados epidemiológicos, entretanto, mostram fortes evidências de
não-homogeneidades associadas a diferenças entre idades, localização ge-
ográfica, fatores sociais e culturais, características genéticas, entre outros
fatores.

• Evidência empírica para não-homogeneidade: a consideração da mistura
homogênea leva à predições imprecisas quando a doença em estudo tem a
taxa de transmissão altamente ligada com a idade. Esse é o caso do sarampo,
em que a taxa de transmissão é muito maior para indivíduos entre 5 e 15
anos.

• Doenças sexualmente transmissíveis: a heterogeneidade no grau de ativi-
dade sexual em uma população deve ser considerada para uma compreensão
mais efetiva das doenças sexualmente transmissíveis. Para isso foi desen-
volvido o conceito de super-transmissores, que são grupos de pessoas den-
tro da população que possuem uma taxa de transmissão muito mais elevada
do que os demais. Recentemente, doenças sexualmente transmissíveis são
estudadas usando-se o conceito de redes sociais (Newman, 2002; Pastor-
Satorras e Vespignani, 2001).

• Heterogeneidade espacial: essa é uma característica muito importante na
dinâmica espacial de doenças infecciosas, particularmente no projeto de
programas de vacinação. Foi observado que determinadas doenças infecci-
osas possuem taxas de transmissão com alta variabilidade em regiões geo-
gráficas diferentes, mesmo dentro de um mesmo país (Grenfell et al., 2001).
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2.4 Classes de Modelos

Hurd e Kaneene (1993) desenvolveram um método de classificação da epidemi-
ologia que possibilita uma visão geral da área, baseada em seis características
principais (Hurd e Kaneene, 1993): (1) a perspectiva causal do modelo; (2) como
o modelo leva em conta o acaso; (3) perspectiva de aplicação; (4) tratamento ma-
temático do tempo; (5) tratamento computacional dos indivíduos; (6) método de
determinação da solução. Neste trabalho, inclui-se o uso de informação auxiliar
como uma nova categoria. Cada uma destas características pode assumir dois
valores, conforme visto na Figura 2.7.
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Figura 2.7: Classificação de modelos epidemiológicos

Classificação de modelos epidemiológicos proposta por (Hurd e Kaneene,
1993). Os blocos em destaque foram categorias acrescentadas neste trabalho.

A perspectiva causal parte da premissa que todo efeito pressupõe uma causa.
O pesquisador, por intermédio de associações, pode encontrar a relação de cau-
salidade sem o conhecimento prévio do processo que conduz o fenômeno em
observação. Quando há interesse em explicar o fenômeno por meio de hipóteses
tomadas como premissas, deve-se utilizar a estratégia de processo.
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Quanto ao modo de tratar o acaso, um modelo pode ser estocástico ou deter-
minístico. No primeiro caso, o modelo inclui variáveis estocásticas, conferindo ao
sistema uma determinada distribuição probabilística (Spiegel, 1971). Essa abor-
dagem incorpora a incerteza, que para alguns autores é intrínsecos aos sistemas
epidemiológicos (Alonso, 2004; Bjornstad et al., 2002; Grenfell et al., 2002). Mo-
delos determinísticos, por outro lado, fornecem o mesmo resultado toda vez que
forem simulados com as mesmas condições iniciais. Modelos determinísticos são
adequados para verificar a sensibilidade do sistema à variação de certos parâme-
tros (Diekmann et al., 1998).

Ao levar em conta a aplicação, tem-se os seguintes tipos de modelos. Mode-
los estruturais são usados para modelar os mecanismos de transmissão da doença.
Modelos funcionais são usados para avaliar aspectos quantitativos do processo
e fazem uso de análises estatísticas. Como será visto em seguida, essa classifi-
cação é ligeiramente semelhante a nova categoria proposta neste trabalho, o uso
de informação auxiliar (Nepomuceno et al., 2005a, 2004, 2003b; Nepomuceno,
2002).

A próxima característica de um modelo está relacionada com o tratamento
matemático do tempo. Um modelo é discreto ou contínuo. Modelos discretos
dividem o tempo em unidades geralmente de duração igual e empregam equações
de diferença (Satsuma et al., 2004; Finkenstadt e Grenfell, 2000; Allen, 1994).
São modelos que permitem informar e comparar o número de indivíduos infecta-
dos a cada instante de tempo. Modelos de tempo contínuo consideram o tempo
como uma variável contínua e usam equações diferenciais para expressar taxas
instantâneas de variação (Moghadas, 2004; Greenman et al., 2004; Earn et al.,
2002; Hethcote, 2000). Os modelos contínuos são mais fáceis de serem analisa-
dos do que os modelos discretos. Por isso, os modelos contínuos são normalmente
empregados a princípio, e em seguida, se necessário, utiliza-se algum método de
discretização (Satsuma et al., 2004).

Quanto ao tratamento do indivíduo, o modelo pode ser classificado como de
entidade discreta ou entidade contínua. No primeiro caso, o indivíduo é tratado um
a um, e o resultado de uma população é a soma do comportamento de cada indiví-
duo. Esse tipo de modelo pode se tornar extremamente complexo (Balthrop et al.,
2004), mas permite que heterogeneidades na população possam ser levadas em
conta. O modelo de entidade contínua trata o número de indivíduos, em qualquer
estágio, como um número real, normalmente tratando a população como homo-
gênea (Ruan e Wang, 2003; Fulford et al., 2002). Entretanto, mesmo utilizando
equações contínuas e o princípio de ação de massa, o uso de expoentes, na taxa de
incidência de indivíduos infectados (veja modelo (2.1)), produzindo βIα1Sα2/N ,
permite levar em conta algumas características de heterogeneidade. Para exem-
plificar, suponha 0 < α1 < 1 e α2 = 1. Nesse caso, um aumento de indivíduos
infectados diminui a taxa de infecção de novos infectados. Isso pode ocorrer na
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Tabela 2.2: Três tipos de modelos para sistemas epidemiológicos.

Três tipos de modelos gerais de epidemiologia e respectivos exemplos. Mai-
ores detalhes podem ser encontrados em (Hurd e Kaneene, 1993), onde os
autores apresentam uma extensa lista de trabalhos abordando os modelos aqui
citados.

Tipo Exemplo ou Área de Origem
Cadeia Binomial Greenwood

Reed-Frost
Elveback
Autômato celular a

Markov
Ação de massa Equação de diferença

Equação diferencial
Sistêmicos Teoria de redes

Teoria da difusão
Teoria de controle
Teoria de jogos
Operação e otimização.

aEsse exemplo foi incluído neste trabalho. Aplicação de célula autômata em epidemiologia
pode ser vista em (Satsuma et al., 2004; Alves et al., 2004). Outras abordagens semelhantes
incluem: sistema de iteração de partículas (Krone, 2004), sistemas multi-agentes (Gordon, 2003)
e modelos baseados em indivíduos (Keeling e Grenfell, 2000; Grimm, 1999; Lomnicki, 1999).
Esse último exemplo será investigado no capítulo 4.

disseminação do vírus da artrite encefalite caprina (Pinheiro et al., 2001), em que
os indivíduos infectados perdem mobilidade, e portanto diminuem a taxa de con-
tato com outros indivíduos suscetíveis. Em modelos determinísticos, o princípio
de ação de massa também é criticado por induzir a afirmação de que a probabili-
dade de dois indivíduos possuírem repetidos contatos é praticamente nula. Essa
afirmação, entretanto, não é observada empiricamente (Diekmann et al., 1998).

As soluções dos modelos podem ser obtidas analiticamente ou por métodos
numéricos. Soluções analíticas são encontradas por meio de relações explícitas
entre as variáveis de interesse. As soluções numéricas, por sua vez, são encontra-
das usando-se substituições numéricas e apresentam como principal desvantagem
a precisão e convergência dependentes do passo de integração. Em (Moghadas e
Gumel, 2003), os autores apresentam uma interessante discussão a esse respeito,
mostrando para que limites de passo de integração a solução converge. De um
modo geral, soluções analíticas são preferenciais. Quando não for possível obtê-
las, é necessário avaliar a convergência e precisão das soluções.

O uso de informação auxiliar está associado ao conhecimento de caracterís-
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ticas do processo do sistema e a construção de modelos a partir de dados medi-
dos, também chamado de identificação de sistemas (Aguirre, 2004; Garcia, 1997;
Ljung, 1987). Caso se utilize apenas dados, o modelo será considerado caixa-
preta. Se outras informações do sistema forem utilizadas adicionalmente aos da-
dos, o modelo será caixa-cinza.

Hurd e Kaneene (1993) propõem uma outra sistemática para classificação de
modelos em epidemiologia. A Tabela 2.2 apresenta a classificação proposta por
esses autores, em que há três tipos gerais: cadeia binomial, ação de massa e
modelos de sistemas. Apesar dessas categorias serem um tanto quanto genéricas,
a classificação apresentada tem a relevância de destacar a ação de massa e ilustrar
um variado elenco de alternativas para modelagem epidemiológica.

2.5 Controle na Epidemiologia

O controle de epidemias é um tema amplamente estudado (Bartlett, 1957; May,
1976; Wickwire, 1977; Asachenkov et al., 1994; Finkenstadt e Grenfell, 2000;
Bjornstad et al., 2002; Grenfell et al., 2002). De modo geral, as doenças infec-
ciosas podem ser controladas por vacinação e por isolamento dos indivíduos in-
fectados (Matthews et al., 2003). O interesse em controlar uma epidemia abrange
desde a erradicação de doenças ao estudo de medidas de segurança contra ataques
de bioterrorismo (Ferguson et al., 2003; Koopman, 2002).

A seguir, algumas estratégias de controle de epidemias são apresentadas (Fer-
guson et al., 2003). Tais estratégias podem ser utilizadas também para o con-
trole de epidemias e prevalência de doenças infecciosas (Kretzschmar et al., 2004;
Matthews et al., 2003; Keeling et al., 2003; Cox et al., 2003; Newman, 2003). A
implementação de vacinação ou outros programas de imunização tem dois efeitos
principais. O primeiro é o efeito direto da transmissão de indivíduos da classe
suscetível para a classe imune. O segundo, menos evidente, está relacionado ao
enfraquecimento do poder de infecção, λ. Uma importante conseqüência do se-
gundo efeito é que não é necessário imunizar 100% da população para se erradicar
a doença. Uma vez que a vacinação tenha atingido um valor crítico, os micropa-
rasitas serão incapazes de manter R0 > 1. Como na prática é impossível vacinar
todos os indivíduos de uma população, essa conseqüência é muito importante para
os programas de erradicação.

Com as considerações acima, pode-se estabelecer um critério para erradicação
de uma doença infecciosa. Considere que a proporção p da população foi imuni-
zada. No equilíbrio, a população suscetível remanescente é inferior a sf = 1− p.
A taxa de reprodução efetiva do microparasita é então

Re ≤ R0(1− p). (2.8)
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Para que a doença infecciosa não se mantenha, é necessário que Re < 1. Essa
consideração leva a proporção crítica da população a ser imunizada para atingir-se
a erradicação: 11

pc = 1− (1/R0). (2.9)

Considerando os dados da Tabela 2.1, estima-se que para a erradicação da
Poliomielite nos Estados Unidos em 1955 seria necessário vacinar 80% da popu-
lação. Enquanto para erradicar o sarampo 12 no Reino Unido na década de 1960
seria necessário vacinar aproximadamente 95% da população. 13

O início de um programa de imunização pode ser visto como uma perturbação
ao sistema hospedeiro–parasita. A imunização pode provocar oscilações, ou seja,
a incidência de infecção não decrescerá suave e monotonicamente a um ponto de
equilíbrio, inferior ao anterior, ou a zero (caso a erradicação seja atendida).

Para ilustrar a dinâmica que ocorre após a imunização, será analisado o efeito
da imunização no modelo SIR (2.1). No instante t = 0, o programa de controle é
introduzido e imuniza a proporção p da população. O efeito da imunização pode
ser analisado com uma diminuição do número de indivíduos que podem se tornar
suscetíveis. Considerando que p ∈ [0,1], basta levar em conta a ação da vacinação
que torna indivíduos suscetíveis em indivíduos recuperados a uma taxa pµN . O
modelo resultante é

dS/dt = µN − pµN − µS − βIS/N, S(0) = S0 ≥ 0,
dI/dt = βIS/N − γI − µI, I(0) = I0 ≥ 0,
dR/dt = γI − µR + pµN, R(0) = R0 ≥ 0,

(2.10)

em que p é a proporção de indivíduos infectados, N é o número total de indiví-
duos, β é a taxa de transmissão, µ é taxa de novos suscetíveis, sendo que para
manter a população constante faz-se a taxa de mortalidade d = µ e γ é a taxa de
indivíduos infectados que são recuperados.

Para verificar o efeito da ação da imunização, simulou-se uma campanha de
vacinação na população com as características demográficas e epidemiológicas:
N = 2 × 106 (uma cidade do porte de Belo Horizonte), µ = 1/70 ano−1; γ =

11Kribs-Zaleta e Velasco-Hernandez (2000) afirmam que para um modelo SIS bidimensional
que leva em conta o acoplamento entre duas populações, reduzir R0 a valores inferiores a um, não
garante a erradicação da doença.

12O sarampo ainda não foi erradicado e infelizmente, segundo Hethcote (2000), com a vacina-
ção atual, que contempla cerca de 72%, essa doença não será erradicada nos próximos anos.

13Moghadas (2004) afirma que a redução de R0 para valores menores que a unidade não garante
a erradicação da doença. Esse resultado diverge de vários trabalhos existentes na literatura (Heth-
cote, 2000; Anderson e May, 1992). Os argumentos de Moghadas aparentemente são bastante
convincentes, pois de modo diferente que seus antecessores procura verificar a estabilidade de
pontos fixos do sistema globalmente por meio do índice de Poincaré (Monteiro, 2002; Moghadas,
2004).
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24 ano−1; β = 408,24 ano−1; e por conseguinte R0 = 17. Os valores de R0 e
γ são correspondentes aos valores obtidos para sarampo no período de 1950–60
(Anderson e May, 1992, p.70).

O sistema foi simulado por meio do modelo (2.10). A vacinação começa no
instante t = 10 anos. Três surtos de epidemia ocorrem para t < 10, como ilustrado
na Figura 2.8. Duas situações estão mostradas: o sistema sem vacinação (p = 0)
e com uma taxa de vacinação de p = 0,85. No primeiro caso, o sistema ficará
estável em um ponto de equilíbrio endêmico, com número constante de infectados
igual a 1140. No segundo caso, os surtos diminuíram muito, mas esse valor ainda
não é suficiente para erradicar a doença, sendo que o valor em que o número de
infectados se estabiliza é aproximadamente igual a 100 casos 14. É interessante
notar que imunizando 85% da população ocorre uma significativa mudança na
periodicidade das epidemias durante o período transitório, ou no período inter-
epidêmico. Apenas para os valores acima de 94,1% de imunização é que a doença,
nesse exemplo, seria erradicada, conforme equação (2.9).

A vacinação conforme proposta em (2.10) implica na vacinação dos indivíduos
suscetíveis em tempo contínuo, o que economicamente, socialmente e logistica-
mente é impraticável. Apesar desse fato, o estudo teórico da vacinação em modo
contínuo é relevante (Satsuma et al., 2004; Bjornstad et al., 2002). A vacinação
deve ocorrer em certos períodos pré-determinados e levar em conta aspectos finan-
ceiros e logísticos. A próxima seção apresenta uma breve revisão bibliográfica das
técnicas de controle empregadas na epidemiologia.

2.5.1 Principais Técnicas
De um modo geral as principais técnicas de controle de epidemia baseiam-se em
imunização (vacinação) ou isolamento dos indivíduos infectados. Tais técnicas
são também estudadas para garantir segurança contra ataques bioterroristas. Fer-
guson et al. (2003) apresentam uma lista de estratégias de controles, resumidas a
seguir:

• Isolamento/Quarentena: quarentena e isolamento de suspeitos e casos con-
firmados. Essa estratégia foi usada, por exemplo, no controle da SARS
(Severe Acute Respiratory Syndrome) (Lipsitch et al., 2003; Riley et al.,
2003).

– Prós: se o isolamento for adequado, esse método é altamente eficiente.

– Contras: instalações para o isolamento e medidas compulsórias são
necessárias.

14No capítulo 4, será mostrado que existe uma probabilidade não nula para a erradicação da
doença, mesmo em situações como essa.
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Figura 2.8: Dinâmica após vacinação do modelo SIR

Dinâmica do modelo SIR com aplicação de vacinação. Duas situações são
analisadas: p = 0 e p = 0,85. Os demais parâmetros são: N = 2 × 106

(uma cidade do porte de Belo Horizonte), µ = 1/70 ano−1; γ = 24 ano−1;
β = 408,24 ano−1; e por conseguinte R0 = 17. Ver discussão no texto.
Rotina: sirv.m.

• Restrição de movimentos: quarentena das vizinhanças de um infectado.

– Prós: uso potencial para conter pequenas epidemias. Foi usado na
epidemia da gripe asiática.

– Contras: deve-se também vacinar, para evitar maiores epidemias. O
controle é difícil e coercivo.

• Vacinação em anel: vacina-se todos que tem contato com um infectado.

– Prós: minimiza o uso de vacina, e dessa forma, a mortalidade devido
a efeitos colaterais.
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– Contras: contatos precisam ser encontrados rapidamente. O rastrea-
mento precisa ser efetivo.

• Vacinação objetiva: determina-se uma área específica de vacinação.

– Prós: altamente efetiva durante a campanha de erradicação.

– Contras: risco da epidemia ocorrer em áreas não cobertas pela vaci-
nação.

• Vacinação em massa: vacinação de uma população inteira.

– Prós: efetiva em parar a proliferação da doença.

– Contras: grande número de indivíduos precisa ser vacinado.

• Vacinação Profilática: a vacinação deve ocorrer antes da epidemia.

– Prós: efetiva no combate a proliferação em larga escala.

– Contras: alto custo financeiro e contínuo efeito colateral se for usada
na maioria da população.

Os trabalhos (Gersovitz e Hammer, 2004; Matthews et al., 2003; Souza et al.,
2000; Clancy, 1999; Blount et al., 1997) partem de modelos compartimentais e es-
tão preocupados em otimizar a ação de controle, seja para reduzir o tempo gasto
para erradicar a doença, seja para diminuir os custos associados à própria ação de
controle (vacinação) e número de infectados. No restante desta seção, apresenta-
se uma breve lista de alguns trabalhos que aplicam técnicas de controle ao pro-
blema de doenças infecciosas.

Earn et al. (1998) estudam como determinadas espécies persistem enquanto
outras são extintas. Esse trabalho é relevante no cenário da epidemiologia, pois
pode-se relacionar agentes infectantes e hospedeiros como espécies em competi-
ção. Os autores apresentam uma discussão da associação entre caos e persistência
de doenças infecciosas, mas sem mostrar fortes argumentos para tanto. Uma ques-
tão apresentada sobre o aumento da taxa de vacinação é que acima de um deter-
minado valor, a vacinação obtém R0 < 1. Entretanto, os autores afirmam que em
situações onde há acoplamento entre populações de cidades por meio de migra-
ção, a obtenção de R0 < 1 não garante erradicação da doença. Nesse trabalho, o
uso de pulsos (campanhas) periódicas de vacinação em massa (veja referências em
(Earn et al., 1998) e também nos trabalhos (Zhou e Liu, 2003; d’Onofrio, 2002;
Lu et al., 2002; Stone et al., 2000) é apresentada como solução promissora.

Há vários trabalhos em que se procura caos em sistemas epidemiológicos
(Upadhyay et al., 1998; Upadhyay e Rai, 1997). Aparentemente essa é uma ques-
tão ainda sem uma resposta conclusiva. Sugihara, em dois de seus trabalhos (Su-
gihara, 1994; Sugihara e May, 1990) aponta um mecanismo baseado na predição
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de séries temporais para verificação de caos. A partir de um modelo não-linear
da série, observa-se a variação do erro de estimação. Caso esse erro não seja de-
pendente do tempo, a série está mais associada a flutuações de origem aleatória.
Se por outro lado, a série possuir dependência temporal no erro de estimação,
Sugihara afirma que esse é um forte indício de que a série é caótica. Essa me-
todologia, apesar de bastante citada na literatura, apresenta um sério problema
na identificação do modelo. Séries temporais epidemiológicas normalmente pos-
suem poucos dados e incertezas associadas a erros de medição, tornando muito
difícil a identificação de um modelo. Por outro lado, há autores, como Alonso
(2004), que defendem a natureza estocástica dos processos epidemiológicos, ao
invés de caos. Evidências empíricas de caos em sistemas populacionais foram
obtidas por Cushing et al. (2003) que, apesar das diferenças com os sistemas epi-
demiológicas, reforça a procura por caos.

Apesar de não se saber ao certo se sistemas epidemiológicos apresentam caos,
essa discussão é relevante por dois aspectos. Primeiro, o controle de caos é uma
área de grande interesse na comunidade científica, com estratégias bem desenvol-
vidas e utilizadas (Ott et al., 1990; Rai e Upadhyay, 2004; Cushing et al., 2003;
Macau e Grebogi, 2002; Blasius e Stone, 2000). Caso seja confirmada a presença
de caos em sistemas epidemiológicos, o controle de doenças infecciosas poderia
ser feito utilizando técnicas como a OGY (Ott et al., 1990). Em segundo lugar, a
presença de caos é sugerida como um fator para a prevenção de extinção global
de populações, permitindo a prevalência de doenças infecciosas (a população de
vírus não seria extinta, na presença de caos e na ausência de alguma ação efetiva
de controle), como é sugerido em outros trabalhos (Keeling e Grenfell, 2002a;
Gamarra et al., 2001; Earn et al., 1998; Keeling e Grenfell, 1997).

Uma revisão das aplicações de teoria de controle em epidemiologia pode ser
encontrada nos trabalhos (Behncke, 2000) e (Wickwire, 1977). O controle ótimo
também é utilizado no tratamento da AIDS, caso em que dosagens dos remédios
são otimizadas (Felippe de Souza et al., 1999; Caetano e Yoneyama, 2002). Ger-
sovitz e Hammer (2004) trazem um rigoroso estudo sobre controle ótimo aplicado
em epidemiologia, traçando a relevância para os aspectos econômicos e em (Fe-
lippe de Souza e Yoneyama, 1994) os autores apresentam um estudo envolvendo
custos de campanha de conscientização e seus resultados, aspecto mais abstrato do
controle de epidemias, que mesmo pela sua dificuldade intrínseca merece atenção.

Blount et al. (1997) apresentam uma estratégia de controle ótimo para um mo-
delo SIS discreto e determinístico. Os autores apresentam o modelo SIS na sua
forma discreta. Eles também usam a função round (arredondar) para que o nú-
mero de indivíduos suscetíveis e infectados sejam números inteiros. As equações
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obtidas por esta estratégia são:

It = N − St

Inew
t = Round

(
β(ut)ItSt

N − 1

)
, (2.11)

Snew
t = Round(τIt),

St+1 = St − Inew
t + Snew

t ,

em que S e I representam os indivíduos suscetíveis e infectados; o índice t repre-
senta um instante determinado; τ é a taxa de recuperação de indivíduos infectados.
O índice new indica o número de novos suscetíveis e infectados entre o instante t
e t + 1. Como a ação de controle diminui a taxa de transmissão, Blount et al.
associaram β à ação de controle, tornando β(ut). Em seguida, a função custo foi
determinada levando em conta o custo por cada novo caso de infecção, CInew , e
o custo pela ação de controle em cada indivíduo infectado Cu(It). Assim o custo
em t pode ser expresso por:

Ct = CInewInew
t + Cu(It)ut

= CInewRound

(
β(ut)ItSt

N − 1

)
+ Cu(It)ut. (2.12)

Considerando que o custo de controle de I aumenta, quando I tende a zero,
pode-se adotar: Cu(I) = N/(I + 1), e a equação (2.12) ao longo de um período
[0,T ], torna-se o custo total expresso por:

Ctotal =
T−1∑
t=0

(
CInewRound

(
β(ut)ItSt

N − 1

)
+

N

I + 1
ut

)
. (2.13)

O problema de controle ótimo pode ser então formulado da seguinte forma:

Minu Ctotal(u)

sujeito a
{ ∑T−1

t=0 ut ≤ Umax

ut ∈ {0,1},
(2.14)

em que ut, para simplificação, pode assumir valor 0 ou 1. Em (Blount et al., 1997),
os autores utilizam dois métodos para solução de (2.14): programação não-linear
e programação dinâmica.

Uma outra forma de se apresentar o controle em epidemiologia é a vacinação
por pulsos (pulse vaccination), cujo estudo teórico foi inicializado por Agur et al.
(1993) e expandido e analisado mais profundamente em vários outros trabalhos
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(Zhou e Liu, 2003; d’Onofrio, 2002; Lu et al., 2002; Stone et al., 2000; Clancy,
1999; Earn et al., 1998). Clancy (1999) aplica técnicas de controle ótimo, mas
a ação de controle é descrita sob a forma de pulsos. A formulação da vacina-
ção por pulsos é a seguinte. Considere o modelo SIR (2.1), re-escrito aqui para
comodidade do leitor. 15

dS/dt = µN − µS − βIS/N,
dI/dt = βIS/N − γI − µI,
dR/dt = γI − µR.

A vacinação contínua substitui µN em (2.1) por µ(1− p)N , conforme (2.10).
A abordagem da vacinação de pulsos torna a ação de controle discreta. Consi-
derando um trem de pulsos, nos instantes (n = 1,2,3,. . . ), o seguinte sistema é
obtido, em que R = N − S − I , foi omitido por simplificação:

dS/dt = µN − µS − βIS/N,
dI/dt = βIS/N − γI − µI, t 6= 1,2,. . . ,
dR/dt = γI − µR,
S(n) = (1− pk)S(n−),
I(n) = I(n−),
R(n) = R(n−) + pkS(n−),

(2.15)

em que pk é a proporção de indivíduos vacinados no instante n ∈ Z. Imediata-
mente após cada pulso de vacinação, o sistema (2.15) atinge um novo estado sem
ser afetado pela vacinação até que um outro pulso seja aplicado. No intervalo de
tempo entre os instantes n e n + 1, o sistema (2.15) define um problema de valor
inicial para o sistema de equações diferenciais. Em cada pulso discreto de tempo
t = n, as soluções do sistema são alteradas da condição [S(n−), I(n−), R(n−)]
para [S(n), I(n), R(n)]. Zhou e Liu (2003) apresentam as condições para que o
sistema (2.15) possua estabilidade global para a erradicação da doença.

Por meio de (2.4) e (2.8), percebe-se que a recorrência de novas epidemias
pode ser evitada ao garantir que

S ≤ Sc =
µ + γ

β
N. (2.16)

Para atingir esse fim, a vacinação deve ocorrer sempre que S exceder o valor
crítico Sc ou com uma freqüência inferior à idade de aquisição da infecção (ver

15Na formulação original, Agur et al. (1993) utilizaram o aumento do número de infectados
como sendo βIS. Conforme discutido na seção 2.3, a taxa de transmissão não cresce linearmente
com a população para várias doenças infecciosas. Assim, adequou-se a formulação de Agur e
colaboradores, para a formulação adotada neste trabalho.



2.5 Controle na Epidemiologia 39

(Agur et al., 1993) para demonstração). As Figuras 2.9 e 2.10 mostram uma im-
plementação da técnica de vacinação por pulso no mesmo modelo apresentado na
Figura 2.8. Zhou e Liu (2003) afirmam que tal procedimento é mais eficiente que
os estudos da vacinação por pulso ainda estão no início.
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Figura 2.9: Vacinação por pulsos – período constante

Vacinação por pulsos do modelo SIR (2.15) utilizando pulsos com intervalos
constantes e abaixo do valor crítico, Sc = 1,1765 × 105. (a) Suscetíveis. (b)
Pulsos de vacinação com pk = 0,85 iniciados em t = 10. (c) Infectados. Os
demais parâmetros são: N = 2 × 106, µ = 1/70 ano−1; γ = 24 ano−1;
β = 408,24 ano−1. Rotina: sirpv.m.

O controle de epidemias é também largamente estudado para a análise da situ-
ação dos países (principalmente Estados Unidos e Europa) contra o ataque de ar-
mas biológicas, o chamado bioterrorismo (Ferguson et al., 2003; Koopman, 2002;
Cox et al., 2003). Nesses estudos, deseja-se avaliar a dimensão de uma eventual
epidemia e atuar no controle corretivo (ação após a ocorrência de uma epidemia)
e controle preventivo (ação na tentativa de prevenir uma epidemia) (Keeling et al.,
2003).

Um dos trabalhos que mais apresenta relação entre a epidemiologia e a en-
genharia é o trabalho produzido por Ghezzi e Piccardi (1997). Nesse trabalho, o
controlador PID (Proporcional, Integral, Derivativo) (Ogata, 2003; Dorf e Bishop,
2001), segundo os autores, foi empregado pela primeira vez para fins de atenu-
ação de caos, considerado presente em sistemas epidemiológicos. A vacinação
é considerada contínua e simulações computacionais evidenciam a estabilidade
global para a situação livre de epidemias. Trabalhos mais recentes mostram a
estabilidade global de alguns modelos epidemiológicos (Guihua e Zhen, 2004;
Zhou e Liu, 2003; Moghadas e Gumel, 2003; Korobeinikov e Wake, 2002). Os
autores não mostram resultados analíticos para suas conclusões, particularmente
na especificação dos parâmetros do controlador, que é feita graficamente. Entre-
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Figura 2.10: Vacinação por pulsos – Valor Crítico

Vacinação por pulsos do modelo SIR (2.15) utilizando pulsos com intervalos
determinados pelo valor crítico, Sc = 1,1765 × 105. (a) Suscetíveis. (b)
Pulsos de vacinação com pk = 0,85 iniciados em t = 10. (c) Infectados. Os
demais parâmetros são: N = 2 × 106, µ = 1/70 ano−1; γ = 24 ano−1;
β = 408,24 ano−1. Rotina: sirpv.m.

tanto, alguns aspectos discutidos são interessantes: i) O controle PD é adequado
para o controle de epidemias, pois o seu caráter antecipativo, poderia prevenir a
ocorrência de epidemias. Ghezzi e Piccardi (1997) também mencionam que uma
taxa constante e suficientemente alta de vacinação é capaz de suprimir dinâmicas
caóticas em sistemas epidemiológicos (ver também (Piccardi e Lazzaris, 1998)),
levando ao fim da epidemia. Todavia, tal estratégia pode não ser factível quando
se leva em conta aspectos sociais, tais como, cobertura da vacinação, que em mui-
tos casos, depende da “boa-vontade” do indivíduo e aspectos econômicos, como
restrições orçamentárias para as campanhas de vacinação.

A ação de controle PID pode ser também capaz de levar em conta a situação
destacada por Ghosh et al. (1996), que menciona o fato de que indivíduos suscetí-
veis, quando sujeitos a exposição prolongada, podem adquirir imunidade. Dessa
forma, um sistema em malha fechada poderia reduzir a taxa de vacinação. Ou-
tros efeitos como: o aumento da idade média dos infectados (Yang, 2001, p.27) e
o enfraquecimento do efeito da vacina (Yang, 2001, p.33) poderiam ser também
minimizados.

Uma última técnica apresentada neste trabalho baseia-se nos trabalhos de Ri-
naldi e colaboradores (Rinaldi et al., 2001; Piccardi e Rinaldi, 2002, 2000; Can-
daten e Rinaldi, 2000) sobre dinâmica de pico-a-pico (PPD) (peak-to-peak dyna-
mics). Em particular, Rinaldi et al. (2001) mostram como grande parte da dinâ-
mica de população de animais pode ser caracterizada por uma PPD. A motivação
de estudar PPD reside na possibilidade de se caracterizar dinâmicas complexas de
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sistemas, incluindo comportamentos caóticos, por um modelo de ordem reduzida,
envolvendo apenas a variável de saída, mais precisamente, os picos de uma série.

Segundo Candaten e Rinaldi (2000), um sistema possui PPD se um número
finito m (chamado de memória) de picos passados aproximadamente determina o
próximo pico, ou seja, se é possível escrever

yi+1 = F (yi,. . . yi−m+1), (2.17)

em que yi denota o valor de pico no instante τi e F é uma função qualquer.

Para ilustrar a PPD, considere a Figura 2.11 (a), em que os picos foram iden-
tificados para uma série epidemiológica de sarampo. Vale ressaltar que o número
de pontos disponíveis é pequeno e que as conclusões possíveis são comprometi-
das. Ainda que os resultados não possam ser conclusivos, poderá ser observado,
por meio deste exemplo, a utilidade da técnica de PPD na epidemiologia.

Primeiramente levou-se em conta algumas características do sistemas epide-
miológico para extração dos picos. Considerou-se como um pico, o máximo dos
valores que estejam acima da média. Para evitar picos muito próximos, estipulou-
se uma janela mínima de 24 pontos (equivalente a 1 ano). Essas instruções foram
implementadas na rotina: ppd.m. Na Figura 2.11(b) não se pode observar ne-
nhum padrão entre a amplitude dos picos no instante yi e yi+1. Entretanto, há
na literatura (Rinaldi et al., 2001; Candaten e Rinaldi, 2000) evidências de que
em doenças infecciosas e dinâmicas populacionais exista um padrão entre as am-
plitudes dos picos, o que possivelmente não foi observado devido ao pequeno
número de amostras. Por outro lado, os intervalos de tempo entre os picos (Figura
2.11(c)) apresentam-se constantes. Esse fato é bastante curioso, pois apesar das
amplitudes possuírem grande variabilidade, o sistema apresenta regularidade na
ocorrência dos picos. Na Figura 2.11(d), um outro aspecto interessante observado
é um provável crescimento do intervalo dos picos relacionado com o aumento
da amplitude dos picos no instante anterior. Isso é coerente com o princípio de
ação de massa, pois após a ocorrência de um grande número de infectados, as
presas (seres humanos) são reduzidas significativamente, levando a uma diminui-
ção, em seguida, do número de predadores (vírus). Essa hipótese também pode
ser reforçada pelo esperado comportamento humano que após um grande perigo
tende a se proteger e a evitar o contágio com a doença (Earn et al., 2002). Nas
Figuras 2.11(b-d), há também uma reta que estima a relação entre os pontos dos
respectivos gráficos. As expressões dessas retas estão na legenda desta figura.

Um outro aspecto importante na PPD é a possibilidade de utilizar a informação
dos picos para a proposição de leis de controle, semelhante ao método OGY (Ott
et al., 1990). Essa possibilidade foi sugerida por Candaten e Rinaldi (2000) e
pretende-se em trabalhos futuros aplicá-la no controle de doenças infecciosas.
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Figura 2.11: Dinâmica de Pico-a-Pico (PPD) na epidemia de sarampo

Dinâmica de Pico-a-Pico (PPD) na epidemia de sarampo. (a) Identificação
de picos na epidemia de sarampo na série de número de casos notificados
de sarampo em Londres no período pré-vacinação. (b) Gráfico do pico (yi)
versus o pico anterior yi+1. A reta ŷi+1 = 4,78× 10−3 ± 1,02yi + (3,02±
2,91)× 103 é uma estimativa da relação entre os pontos deste gráfico, a qual
visivelmente, está longe de ser uma boa aproximação. (c) Gráfico do tempo
de retorno relacionando o intervalo entre os picos τi e o próximo intervalo
entre os picos yi+1. A reta τ̂i+1 = 7,96×10−2±0,31τi +1,84±0,60 é uma
estimativa da relação entre os pontos desse gráfico. Desconsiderando o ponto
(0,997;1,876), que possivelmente faz parte do regime transitório, o intervalo
entre os picos é aparentemente constante. (d) Gráfico do tempo de retorno
relacionando o valor do pico yi versus o intervalo entre de tempo entre o
pico seguinte τi+1. A reta τ̂i+1 = (4,39 ± 10,75) × 10−5yi + 1,88 ± 0,29
é uma estimativa entre os pontos. Nota-se que o intervalo entre os picos é
ligeiramente ampliado quando os picos são maiores. Rotina: ppd.m
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2.6 Conclusões do Capítulo
O presente capítulo apresentou alguns conceitos importantes em epidemiologia.
Inicialmente foi apresentado um breve histórico da epidemiologia e a inserção da
matemática objetivando criar modelos eficientes das dinâmicas de transmissão e
controle de doenças infecciosas. Em seguida, os conceitos básicos de epidemiolo-
gia foram abordados, dando ênfase à taxa de reprodução, R0, índice que expressa
a força de uma doença infecciosa.

Com base nos fundamentos da epidemiologia e na utilização de compartimen-
tos para produzir novos modelos, uma metodologia de classificação da modela-
gem matemática foi apresentada (Hurd e Kaneene, 1993). (Wickwire, 1977) é um
dos primeiros trabalhos de relevância que mostra a teoria de controle aplicada em
epidemiologia. Recentemente, a vacinação por pulsos, o controle da dinâmica de
pico-a-pico, modelos estocásticos e a necessidade de se levar em conta aspectos
econômicos e sociais estão entre os tópicos mais estudados na literatura.





Capítulo 3

Análise da Dinâmica do Modelo SIR

“O que sabemos é uma gota, o que não sabemos é um oceano.”

Isaac Newton

3.1 Introdução
Neste capítulo, a dinâmica 1 do modelo SIR (Satsuma et al., 2004; Bjornstad et al.,
2002; Korobeinikov e Wake, 2002; Lu et al., 2002; Hethcote, 2000; Allen, 1994;
Anderson e May, 1992) é analisada por meio da estabilidade de pontos fixos e
bifurcação 2 (Monteiro, 2002; Fiedler-Ferrara e Prado, 1994). Os pontos fixos
(pontos de equilíbrio ou pontos estacionários) são calculados e estabilidade local
é avaliada, utilizando-se a matriz Jacobiana e os autovalores correspondentes a
cada ponto fixo. O diagrama de fases aproximado é construído a partir da loca-
lização dos pontos fixos. Ademais, a taxa de transmissão β é considerada como
parâmetro de bifurcação. Essa escolha pode ser justificada pelo fato de que esse
parâmetro caracteriza a força de infecção de uma doença e combina fatores bio-
lógicos, sociais e ambientais. Assim, é possível intervir no valor de β a partir de

1O leitor pode aprofundar a leitura sobre sistemas dinâmicos nas obras (Guckenheimer e Hol-
mes, 1983; Fiedler-Ferrara e Prado, 1994; Scheinerman, 1996; Monteiro, 2002). Aguirre (1996a,b)
oferece um tutorial sobre sistemas dinâmicos. Aspectos relativos a estabilidade de sistemas dinâ-
micos e discretos podem ser encontrados em (Chen, 1999).

2Em sistemas ecológicos costuma-se também utilizar o conceito de criticalidade. Em particu-
lar, a criticalidade auto-organizada (do inglês, self-organized criticality – SOC), mostra que siste-
mas ecológicos podem ser levados por meio de sua própria dinâmica e a presença de uma força
externa, a regiões críticas, em que suas propriedades dinâmicas podem variar qualitativamente.
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campanhas de vacinação, isolamento de indivíduos infectados até ações públicas
de saneamento e combate a desigualdade social, entre outras. Em particular, o
efeito na dinâmica do modelo SIR da vacinação e isolamento de indivíduos infec-
tados é analisado neste trabalho.

No fim da seção, apresenta-se adequação do modelo SIR para a modelagem da
Artrite Encefalite Caprina (CAE), uma doença que ocorre em rebanhos caprinos
(Pinheiro et al., 2001). Para tanto é proposto o modelo SIIs (Suscetível – Infectado
– Isolado). O objetivo é ilustrar uma aplicação do modelo SIR em uma situação
específica da realidade brasileira.

3.2 Dinâmica do Modelo SIR
Considere o modelo SIR (Hethcote, 2000) descrito por:

dS/dt = µN(1− p)− µS − βIS/N, S(0) = S0 ≥ 0,
dI/dt = βIS/N − γI − µI, I(0) = I0 ≥ 0,
dR/dt = γI − µR + pµN, R(0) = R0 ≥ 0,

(3.1)

em que, S, I e R são o número de indivíduos suscetíveis, infectados e recuperados,
respectivamente; p é a proporção de indivíduos imunizados, N é o número total
de indivíduos, β é a taxa de transmissão, µ é taxa de novos suscetíveis, sendo
que para manter a população constante faz-se a taxa de mortalidade d = µ, γ é
a taxa de indivíduos infectados que são recuperados e S(t) + I(t) + R(t) = N .
Dividindo as equações em (3.1) por N e desconsiderando R, que pode ser obtido
por R = N − S − I , tem-se

ds/dt = µ(1− p)− µs− βis, s(0) = s0 ≥ 0,
di/dt = βis− γi− µi, i(0) = i0 ≥ 0.

(3.2)

Para p = 0, ou seja, sem vacinação, (3.2) torna-se o modelo SIR (2.2). Inicial-
mente, considera-se p = 0 para realizar a análise dinâmica em função da taxa de
transmissão β.

3.3 Análise de Estabilidade em Função de β

Nesta seção, a estabilidade dos pontos fixos, ou seja, estabilidade local 3 do mo-
delo SIR será analisada em função da taxa de transmissão β. O primeiro passo é
calcular os pontos fixos do modelo. Considerando que r = 1 − s − i, apenas os

3Neste trabalho, avalia-se a estabilidade local. Estudos sobre a estabilidade global podem ser
encontrados em (Zhou e Liu, 2003; Korobeinikov e Wake, 2002).
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pontos fixos de s e i são calculados. Os pontos fixos de (3.2) são obtidos a partir
de

ds/dt = f(s,i) = 0 e

di/dt = g(s,i) = 0. (3.3)

Resolvendo o sistema de equações (3.3), obtém-se os seguintes pontos fixos
para o modelo SIR:

P1 = (sf1,if1) = (1,0) e (3.4)

P2 = (sf2,if2) =

(
γ + µ

β
,

µ

γ + µ
− µ

β

)
. (3.5)

A matriz Jacobiana de (3.2) é

J =
∂(f,g)

∂(s,i)
=


∂f

∂s

∂f

∂i

∂g

∂s

∂g

∂i



=

[
−µ− βi −βs
βi βs− (γ + µ)

]
. (3.6)

As matrizes Jacobianas avaliadas nos pontos fixos P1 e P2 são:

JP1 =

[
−µ −β
0 β − (γ + µ)

]
e (3.7)

JP2 =


−

µβ

γ + µ
−(γ + µ)

−
µβ

γ + µ
− µ 0

 . (3.8)

Para analisar a estabilidade dos pontos fixos P1 e P2, calcula-se os autovalo-
res da matriz Jacobiana (3.7) e (3.8). Os autovalores associados a P1 e P2 são
respectivamente as raízes de

ρ2
1 − T1ρ1 + ∆1 = 0 e (3.9)

ρ2
2 − T2ρ2 + ∆2 = 0 (3.10)
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em que T1,2 e ∆1,2 são respectivamente os traços e determinantes das matrizes
JP1,2:

T1 = β − γ − 2µ (3.11)
∆1 = −µβ + µ(γ + µ) (3.12)

T2 = − βµ

γ + µ
(3.13)

∆2 = βµ− µ(γ + µ). (3.14)

A estabilidade dos pontos fixos em função dos autovalores é realizada a partir
de T e ∆ (Monteiro, 2002):

T



sela

nó instável

foco instável

foco estável

nó estável

T2−4=0

 centro 

sela

Figura 3.1: Classificação dos pontos fixos de um sistema de segunda ordem no espaço
∆–T (Monteiro, 2002, p.93).

• Se ∆ < 0, então ρ1,2 são reais e com sinais opostos: o ponto fixo é chamado
de sela, que é instável no sentido de Lyapunov.

• Se ∆ > 0 e T 2 − 4∆ > 0, então ρ1,2 são reais e com o mesmo sinal: se
T > 0, o ponto fixo é um nó instável; se T < 0, um nó assintoticamente
estável.

• Se ∆ > 0 e T 2−4∆ < 0, então ρ1,2 são complexos conjugados: se T > 0, o
ponto fixo é um foco instável; se T < 0, um foco assintoticamente estável;
e se T = 0, um centro neutramente estável.
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A Figura 3.1 ilustra as regiões de estabilidade para um ponto fixo de um sis-
tema de segunda ordem.

Realizando-se tal análise, chega-se aos resultados descritos a seguir para o
ponto fixo P1:

• ∆1 < 0 ∴ β > γ + µ: para essa faixa de valores o ponto fixo é uma sela, e
assim, instável. Vale notar, a equivalência R0 = β/(γ + µ) > 1, mostrando
que para essa faixa de valores de β o sistema não apresenta erradicação da
doença, ou seja, o sistema não tende para o ponto fixo P1 que é o caso em
que há 100% de suscetíveis e 0% de infectados.

• ∆1 > 0 ∴ β < (γ + µ) e T 2
1 − 4∆1 > 0 ∴ β 6= γ: como β < (γ + µ),

garante-se que T1 < 0. Assim, nessa faixa, P1 é nó assintoticamente estável.

• ∆1 > 0 ∴ β < (γ + µ) e T 2
1 − 4∆1 = 0 ∴ β = γ: esse é um caso em que o

sistema apresenta dois autovalores iguais. Uma vez que β = γ, garante-se
que T1 = β − γ − 2µ < 0. Assim, para esse valor específico de β, P1 é um
nó impróprio (degenerado) assintoticamente estável.

Procedendo-se da mesma forma, os seguintes resultados são encontrados para
o ponto fixo P2:

• ∆2 < 0 ∴ β < γ + µ: para essa faixa de valores o ponto fixo é uma sela,
e assim instável. Para essa faixa de valores de β o sistema apresenta um
ponto de equilíbrio endêmico.

• ∆2 > 0 ∴ β > (γ + µ) e T 2
1 − 4∆1 > 0 ∴ β1 > β > β2, sendo:

β1 = 2
(γ + µ)

µ

(
(γ + µ)−

√
γ2 + µγ

)
e (3.15)

β2 = 2
(γ + µ)

µ

(
(γ + µ) +

√
γ2 + µγ

)
. (3.16)

Como T2 < 0, ∀β, tem-se que para essa região o ponto fixo P2 é um nó
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assintoticamente estável. Além disso, β2 > β1 > γ + µ, pois:

2
(γ + µ)

µ

(
(γ + µ)±

√
γ2 + µγ

)
> γ + µ

(γ + µ)±
√

γ2 + µγ >
µ

2

γ +
µ

2
> ±

√
γ2 + µγ(

γ +
µ

2

)2

>
(
±
√

γ2 + µγ
)2

γ2 + γµ +
µ2

4
> γ2 + µγ

µ2

4
> 0.

• ∆2 > 0 ∴ β > (γ + µ) e T 2
1 − 4∆1 < 0 ∴ β1 < β < β2: P2 para essa faixa

de valores é um foco assintoticamente estável.

• ∆2 > 0 ∴ β > (γ + µ) e T 2
1 − 4∆1 = 0 ∴ β = β1 = β2: P2 para esses dois

valores específicos de β é nó impróprio assintoticamente estável.

Tabela 3.1: Síntese da análise da estabilidade de P1.
Caso Parâmetros do modelo SIR
Sela β > (γ + µ)
Nó assintoticamente estável β < (γ + µ) e β 6= γ
Nó impróprio assintoticamente estável β < (γ + µ) e β = γ

As Tabelas 3.1 e 3.2 apresentam uma síntese da estabilidade dos pontos fixos
P1 e P2 respectivamente.

Tabela 3.2: Síntese da análise da estabilidade de P2.
Caso Parâmetros do modelo SIR
Sela β < (γ + µ)
Nó assintoticamente estável β > (γ + µ) e β1 > β > β2

Foco assintoticamente estável β > (γ + µ) e β1 < β < β2

Nó impróprio β > (γ + µ) e β = β1 ou β = β2

assintoticamente estável

É importante ressaltar que para β = γ + µ, o sistema apresenta uma bifur-
cação transcrítica, pois há uma troca de estabilidade entre os pontos fixos. Para
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esse valor de β, P1 = P2 é um nó estável (elíptico), pois T1,2 < 0. Nesse ponto há
apenas um autovalor negativo. Epidemiologicamente, β > γ + µ significa que a
taxa de transmissão de infectados é suficientemente alta para manter a população
de infectados acima de zero. Por outro lado, para β < γ + µ a taxa de novos indi-
víduos infectados é menor que a mortalidade dos indivíduos infectados, fazendo
com que em um determinado instante a população de indivíduos infectados seja
reduzida a zero.

A Figura 3.2 mostra sinteticamente os resultados descritos e a variação dos
pontos fixos P1 e P2 em função de β. Nesse caso, considera-se que β varie de
modo independente, sem a presença de ação de controle. Na Figura 3.2 também
foram indicadas, nove regiões para os dois pontos fixos, assinaladas com as letras
a− i. Essa identificação será usada para associar cada uma das regiões ao seu res-
pectivo plano de fases, mostrados nas Figuras 3.3(a) – (i). Nessas figuras o ponto
fixo está identificado com o. Os planos de fases foram construídos simulando-se
o modelo SIR para um intervalo de tempo de 0 a 250 anos, e com passo de inte-
gração de 0,1. Os demais parâmetros são: γ = 0,15, µ = 0,1 e os valores de β
estão indicados na figura.

3.4 Dinâmica em Função da Vacinação p

Nesta seção será avaliado o efeito da vacinação na dinâmica do modelo SIR. Re-
solvendo o sistema de equações (3.3), e não mais considerando p = 0, obtém-se
os seguintes pontos fixos para o modelo SIR:

A matriz Jacobiana avaliada nos pontos fixos P1 e P2 é:

JP1 =

[
−µ −β(1− p)
0 β(1− p)− (γ + µ)

]
e (3.17)

JP2 =


−

µβ(1− p)

γ + µ
−(γ + µ)

−
µβ(1− p)

γ + µ
− µ 0

 . (3.18)

P1 = (sf1,if1) = (1− p,0) (3.19)

P2 = (sf2,if2) =

(
γ + µ

β
,
µ(1− p)

γ + µ
− µ

β

)
. (3.20)
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Figura 3.2: Análise da estabilidade do modelo SIR.

Análise da estabilidade do modelo SIR em função da taxa de transmissão β
(eixo das abscissas). Nesse caso, β varia de modo independente, sem a pre-
sença de ação de controle. No eixo das ordenadas, encontram-se a proporção
de infectados e suscetíveis em regime permanente (sf ,if ). A linha tracejada
indica instabilidade e a linha contínua estabilidade, sendo que para cada uma
há a identificação do respectivo ponto fixo. Ocorre uma bifurcação transcrí-
tica no ponto β = γ + µ. Abaixo do gráfico β versus (sf ,if ), encontra-se a
classificação dos pontos fixos de acordo com a sua estabilidade, identificada
em nove regiões de a− i.
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Figura 3.3: Plano de fases si para as regiões dinâmica do modelo SIR

Plano de fases si para as regiões dinâmica do modelo SIR, apresentadas na
Figura 3.2. Nessas figuras o ponto fixo está identificado com o. Os planos
de fases foram construídos simulando-se o modelo SIR para um intervalo de
tempo de 0 a 250 anos e com passo de integração de 0,1. As condições ini-
ciais foram (s0; i0) = [(0,6; 0,01),(0,9; 0,1); (0,7; 0,3),(0,5; 0,5); (0,2; 0,8)],
pertencentes a área triangular 4 (2.3). Os demais parâmetros são: γ = 0,15
e µ = 0,1. O valor de β é indicado para cada uma das figuras a seguir e foi
escolhido de modo a estar contido em cada uma das regiões da Figura 3.2. (a)
Região a: P1 é um nó assintoticamente estável e β = 0,5γ < γ. (b) Região
b: P1 é um nó impróprio assintoticamente estável e β = γ. (c) Região c: P1 é
um nó assintoticamente estável e γ < β = 0,5µ + γ < γ + µ. (d) Região d:
P1 = P2 é um nó assintoticamente estável. β = γ + µ. (e) Região e: P2 é um
nó assintoticamente estável. γ + µ < β = γ + 1,1µ < β1. (f) Região f : P2

é um nó impróprio assintoticamente estável. β = β1. (g) Região g: P2 é foco
assintoticamente estável. β1 > β = 1/8(7β1 + β2) > β2. (h) Região h: P2 é
um nó impróprio assintoticamente estável. β = β2. (i) Região h: P2 é um nó
assintoticamente estável: β = 1,2β2 > β2. Rotina: sir_estab.m.
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Os valores de T1,2 e ∆1,2 são:

T1 = β(1− p)− γ − 2µ (3.21)
∆1 = −µβ(1− p) + µ(γ + µ) (3.22)

T2 = −β(1− p)µ

γ + µ
(3.23)

∆2 = β(1− p)µ− µ(γ + µ). (3.24)

Seja βp = β(1 − p). As equações (3.21)–(3.24) com a substituição de βp

tornam-se equivalente a (3.11)–(3.14). Tem-se agora o seguinte ponto de bifurca-
ção:

βp = γ + µ

β(1− p) = γ + µ

β =
γ + µ

(1− p)
. (3.25)

Desse modo, o ponto de bifurcação pode ser deslocado de (γ + µ) → ∞,
conforme exibido na Figura 3.4. Considerando que β seja um parâmetro fixo na
presença de vacinação, a vacinação permite a erradicação da doença – levando
P1 = (sf1,if1) = (1 − p,0) a estabilidade – enquanto que o ponto fixo que apre-
senta um estado endêmico da doença passe a ser instável. O efeito da vacinação
na dinâmica temporal do modelo SIR é ilustrado nas Figuras 3.5(a) e (b), em que
se compara a simulação do modelo SIR para um caso em que a vacinação é insu-
ficiente para erradicar a doença e para um outro em que a vacinação é suficiente.
Detalhes da simulação estão na legenda dessa figura.

3.5 Dinâmica em Função do Isolamento κ

Uma outra forma de garantir a erradicação da doença é o isolamento (ou segre-
gação) dos infectados. Essa é provavelmente a prática mais antiga que se tem
notícia. Essa seção pretende analisar a dinâmica do modelo SIR em função do
isolamento dos infectados. O isolamento dos infectados pode ser modelado com
o modelo de compartimentos:

ds/dt = µ− µs− βis, s(0) = s0 ≥ 0,
di/dt = βis− γi− µi− κi, i(0) = i0 ≥ 0,
dr/dt = γi− µr, r(0) = r0 ≥ 0,
dis/dt = κi− µis, is(0) = is0 ≥ 0,

(3.26)
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Figura 3.4: Variação do ponto de bifurcação em função da vacinação.

Variação do ponto de bifurcação em função da vacinação. A vacinação define
duas regiões, nas quais há uma mudança de estabilidade nos pontos fixos P1 e
P2. Para β < γ+µ

1−p , P1 é estável e P2 é instável. Para β > γ+µ
1−p , P1 é instável

e P2 é estável.

em que κ corresponde à taxa de isolamento dos infectados, is à proporção de
indivíduos isolados e s+ i+ r + is = 1. Tem-se desse modo um modelo que pode
ser chamado de SIRIs (Suscetível-Infectado-Recuperado-Isolado).

Para análise da dinâmica do modelo (3.26), considera-se r = 0. Essa é uma
consideração plausível, pois há várias doenças em que não existe a recuperação
espontânea da infecção, ou seja, o indivíduo não se recupera. Como is = 1−s− i,
desconsidera-se dis/dt em (3.26) e chega-se às seguintes equações para análise
dinâmica do efeito do isolamento:

ds/dt = µ− µs− βis,
di/dt = βis− µi− κi.

(3.27)
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Figura 3.5: Efeito da vacinação no modelo SIR

Efeito da vacinação no modelo SIR para a proporção de infectados i. Os
parâmetros do modelo são: β = 1,05, µ = 1/60, γ = 0,6. Os modelos foram
simulados na faixa de tempo 0 a 500 anos, com passo de integração de 0,1
ano. As condições iniciais foram (s0; i0) = (0,99; 0,01). (a) Comparação
entre uma situação sem vacinação (p = 0) e uma situação em que a vacinação
p = 0,5(µ + γ)/β, insuficiente para erradicar a doença. (b) Comparação
entre uma situação sem vacinação (p = 0) e uma situação em que a vacinação
p = 1,5(µ + γ)/β, suficiente para erradicar a doença. Rotina: ptemp.m

Seguindo os mesmos passos da seção 3.4, tem-se os pontos fixos P1 e P2:

P1 = (sf1,if1) = (1,0) (3.28)

P2 = (sf2,if2) =

(
κ + µ

β
,

µ

κ + µ
− µ

β

)
. (3.29)

As matrizes Jacobianas avaliadas nos pontos fixos P1 e P2 são:

JP1 =

[
−µ −β
0 β − (κ + µ)

]
e (3.30)

JP2 =


−

µβ

κ + µ
−(κ + µ)

−
µβ

κ + µ
− µ 0

 . (3.31)



3.6 Controle Híbrido 57

Os valores de T1,2 e ∆1,2 são:

T1 = β − κ− 2µ (3.32)
∆1 = −µβ + µ(κ + µ) (3.33)

T2 = − βµ

κ + µ
(3.34)

∆2 = βµ− µ(κ + µ). (3.35)

Seja βq = β − κ. Como T2 < 0 ∀κ e lembrando que γ = 0, as equações
(3.32)–(3.35) com a substituição de βq tornam-se equivalente a (3.11)–(3.14). O
novo ponto de bifurcação é:

βq = γ + µ

β − κ = γ + µ

β = γ + µ + κ. (3.36)

De modo semelhante a vacinação, o ponto de bifurcação pode ser deslocado
em função da taxa de isolamento. Nesse caso, entretanto, o ponto de bifurcação
poderá ser variado de (γ+µ)→ κmax, em que κmax é a máxima taxa de isolamento
de indivíduos infectados, que em regime permanente, está limitada a βs − µ. A
Figura 3.6 mostra a variação do ponto de bifurcação em função do isolamento de
indivíduos infectados. Nesta figura, há duas regiões, nas quais os pontos fixos
P1 e P2 mudam de estabilidade. As Figuras 3.7(a) e (b) mostram o efeito do
isolamento na dinâmica temporal do modelo SIR. As simulações foram realizadas
de modo a permitir a comparação entre a situação sem intervenção, κ = 0, com
duas situações, a saber: na primeira κ é insuficiente para erradicar a doença; na
segunda κ é suficiente para erradicar a doença. Detalhes da simulação estão na
legenda desta figura.

3.6 Controle Híbrido

É possível aplicar simultaneamente vacinação e isolamento para o controle de
algumas doenças infecciosas. Com esse objetivo, nessa seção a influência da va-
cinação e isolamento na dinâmica é avaliada.

O seguinte modelo leva em conta a vacinação e o isolamento:

ds/dt = µ(1− p)− µs− βis,
di/dt = βis− γi− µi− κi.

(3.37)
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Os pontos fixos para o modelo (3.37) são:

P1 = (sf1,if1) = (1− p,0) e (3.38)

P2 = (sf2,if2) =

(
γ + µ + κ

β
,

µ(1− p)

γ + µ + κ)
− µ

β

)
. (3.39)

A matriz Jacobiana de (3.37) é

J =
∂(f,g)

∂(s,i)
=


∂f

∂s

∂f

∂i

∂g

∂s

∂g

∂i



=

[
−µ− βi −βs
βi βs− (γ + µ + κ)

]
. (3.40)

As matrizes Jacobianas avaliadas nos pontos fixos P1 e P2 são:

JP1 =

[
−µ −β(1− p)
0 β(1− p)− (γ + µ + κ)

]
e (3.41)

JP2 =


−

µβ(1− p)

γ + µ + κ
−(γ + µ + κ)

−
µβ(1− p)

γ + µ + κ
− µ 0

 . (3.42)

Os valores de T1,2 e ∆1,2 são:

T1 = β(1− p)− γ − 2µ− κ (3.43)
∆1 = −µβ(1− p) + µ(γ + µ + κ) (3.44)

T2 = −β(1− p)µ

γ + µ + κ
(3.45)

∆2 = β(1− p)µ− µ(γ + µ + κ). (3.46)

Seja βh = β(1− p)− κ. As equações (3.21)–(3.24) com a substituição de βh

tornam-se equivalente a (3.11)–(3.14). Tem-se agora o seguinte ponto de bifurca-
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ção:

βh = γ + µ

β(1− p)− κ = γ + µ

β =
γ + µ + κ

(1− p)
. (3.47)

Se uma das variáveis de controle for fixada, pode-se estabelecer um valor mí-
nimo da outra variável, para que se garanta estabilidade. Isso pode ser obtido
isolando uma das variáveis κ ou p em (3.47). Isolando p tem-se

p = 1− γ + µ + κ

β
.

Seja γ = 1/24, µ = 1/24, β = 1,05. Nesse caso, seria necessário vacinar
95% da população para erradicar a doença, em uma situação que não é possível
isolar indivíduos infectados. Por outro lado, se for possível obter κ = 0,4, seria
necessário vacinar apenas 57% da população. Esse é um resultado significativo,
pois, há doenças como a brucelose bovina (Mathias et al., 2001), em que se é
possível realizar campanhas de vacinação e isolamento.
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Figura 3.6: Variação do ponto de bifurcação em função do isolamento.

Variação do ponto de bifurcação em função do isolamento. O isolamento
define duas regiões, nas quais há uma mudança de estabilidade nos pontos
fixos P1 e P2. Para β < γ + µ + κ, P1 é estável e P2 é instável. Para
β > γ + µ + κ, P1 é instável e P2 é estável.
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3.7 Modelagem da CAE

A Artrite Encefalite Caprina (CAE), causada pelo vírus da artrite encefalite ca-
prina, acarreta grandes perdas econômicas nos rebanhos caprinos, principalmente
naqueles de produção leiteira, afetando animais de diferentes raças, idades e sexos
(Pinheiro et al., 2001). As perdas econômicas se caracterizam por morte de ani-
mais jovens, diminuição da produção láctea e perda de peso dos adultos devido a
dificuldades de locomoção. Outras perdas, tais como desvalorização do rebanho,
abate precoce, despesas com medidas de controle, também são relevantes.

A elevação do risco de contaminação por esse vírus nos rebanhos do Ceará
(que totalizam aproximadamente 800 mil cabeças, conforme estudos do IBGE em
1999), motivou a realização de um levantamento epidemiológico. Também nos
Estados Unidos, essa doença é ainda considerada persistente (Rowe e East, 1997).
Estudos estatísticos dessa doença são encontrados na literatura (Pinheiro et al.,
2001; Rowe e East, 1997; East et al., 1993; Rowe et al., 1991). As conclusões
desses trabalhos são relevantes e têm ajudado no controle da CAE.

Contudo, estudos sobre aspectos dinâmicos da doença podem contribuir para
o projeto eficiente e a definitiva erradicação da CAE (Ferguson et al., 2003; Lu
et al., 2002). Esse é o objetivo desta seção. Inicialmente a CAE será descrita
suscintamente. Em seguida, fará a proposição de um modelo matemático que
incorpore a técnica de isolamento utilizada para o controle da CAE.

Um outro aspecto a destacar é que o vírus da artrite-encefalite dos caprinos
pertence à família Retroviridae. A esta mesma família pertencem outros vírus de
importância em patologia veterinária e humana, como o vírus da imunodeficiência
humana (HIV). Acredita-se que os estudos da CAE também possam contribuir
para a compreensão da dinâmica da AIDS (Straub, 1989).

3.7.1 Descrição da CAE

Nessa seção será apresentada uma breve descrição da CAE, enfocando suas prin-
cipais características, os métodos de diagnósticos e as formas de transmissão e
controle. Para um estudo mais aprofundado dessa doença o leitor pode consultar
os trabalhos (Pinheiro et al., 2001; Rowe e East, 1997; East et al., 1993; Rowe
et al., 1991).

Características da Doença

A Artrite Encefalite Caprina (CAE) é uma doença infecciosa causada por um vírus
do tipo Retrovírus sub-família Lentivirinae. Essa doença é caracterização por uma
“lentidão” na manifestação clínica da doença. O vírus desta doença se aloja nas
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Figura 3.7: Efeito do isolamento no modelo SIR

Efeito do isolamento no modelo SIR para a proporção de infectados i. Os
parâmetros do modelo são: β = 0,2, µ = 1/60, γ = 0. Os modelos foram
simulados na faixa de tempo 0 a 500 anos, com passo de integração de 0,1 ano.
As condições iniciais foram (s0; i0) = (0,8; 0,2). (a) Comparação entre uma
situação sem isolamento (κ = 0) e uma situação em que o isolamento κ =
0,5(β − (µ + γ)), insuficiente para erradicar a doença. (b) Comparação entre
uma situação sem isolamento (κ = 0) e uma situação em que o isolamento
κ = 1,5(β − (µ + γ)), suficiente para erradicar a doença. Rotina: ktemp.m

células de defesa do organismo na forma de DNA-Viral incorporado ao DNA-
Hospedeiro. O organismo do hospedeiro apresenta dificuldades em reconhecer
a presença do vírus. Além disso, como o vírus ataca o sistema imunológico, a
doença apresenta outras complicações em conseqüência às condições de baixa
imunidade e infecções secundárias.

A CAE é observada nos animais por meio de uma falta de coordenação motora
com morte de animais jovens, lesões articulares e dificuldade de movimentação e
prostação progressiva. Os animais infectados também apresentam perda de tecido
mamário. Tem-se conhecimento de outros tipos de Lentiviroses em humanos e
outras espécies animais (Tabela 3.3).

Métodos de Diagnóstico

Os métodos de diagnósticos devem ser bem compreendidos, pois o modelo de uma
doença infecciosa tem seus parâmetros estimados, e posteriormente validados, a
partir de dados dos números de infectados.

Há dois tipos básicos de diagnóstico da CAE. O primeiro é o diagnóstico clí-
nico e baseia-se em inspeção visual capaz de identificar se um indivíduo não está
com a doença, ou se tem chances de estar. As principais manifestações clínicas da
doença são a leucoencefalomielite que acomete cabritos e artrite mais freqüente



62 3 Análise da Dinâmica do Modelo SIR

Tabela 3.3: Lentiviroses em humanos e animais.

Lentiviroses em humanos e animais. Acredita-se que o estudo da CAE possa
contribuir para a compreensão da dinâmica de doenças como a AIDS.

Nome do Vírus Hospedeiro Doença
Vírus Imunodeficiência Humana Humanos Imunodeficiência (AIDS)
V. Imunodeficiência Felina Felinos Imunodeficiência
V. Anemia Infecciosa Eqüina Eqüinos Anemia
V. Artrite Encefalite Caprina Caprinos Artrite e encefalomielite

nos animais adultos. Os pulmões e a glândula mamária podem ser afetados pelo
vírus causando, respectivamente, uma pneumonia crônica intersticial e uma ma-
mite com fibrose (Lara et al., 2002). Uma das formas de diagnosticar a doença é
medir o diâmetro do joelho do animal infectado. O segundo método, mais sofis-
ticado que permite o diagnóstico com maior precisão, é o diagnóstico sorológico.
Nesse diagnóstico, a detecção do vírus é feita pela detecção da presença de an-
ticorpos por técnicas sorológicas como: imunodifusão em gel de agar (IDGA) e
ensaio imunoenzimático (ELISA). O IDGA é considerado como de alta especifi-
cidade (fornece poucos falso positivos), enquanto o ELISA é mais sensível e mais
eficaz na detecção de animais infectados. Valores típicos de sensibilidade e espe-
cificidade 4 do teste de IDGA são 98,25% e 79,28%, respectivamente (Lara et al.,
2002).

Formas de Transmissão e Controle

As principais formas de transmissão da CAE são:

• com leite e colostro contaminado;

• por contato direto dos animais devido à secreções e gotículas contaminadas;

• venérea;

• intra uterina.

4Sensibilidade: proporção de verdadeiros positivos encontrados pelo teste avaliado a partir dos
resultados encontrados por um teste padrão. Especificidade: proporção de verdadeiros negativos
encontrados pelo teste avaliado a partir dos resultados encontrados por um teste padrão (Rothman
e Greenland, 2002, p.126). Esse tipo de informação pode ser utilizado no modelo baseado em
indivíduos, conforme será discutido no capítulo 4
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Rowe e East (1997) apresentam os principais fatores de risco e rotas para
a transmissão da doença, além de métodos para controle da CAE. Os autores
destacam o cuidado que se deve ter com o colostro e leite logo após o nascimento
do cabrito e sua separação de rebanhos infectados. Em fase adulta, isola-se o
indivíduo infectado do rebanho. Como não há vacina para essa doença, esses
são os métodos mais utilizados e eficientes para o controle da CAE, mas ainda
insuficientes para erradicação (Rowe et al., 1991).

3.7.2 Modelo Matemático para a CAE

A maioria dos trabalhos na literatura sobre a CAE versam sobre os fatores de
risco e estudos de caráter imunológico (Callado et al., 2001). Há poucos trabalhos
que utilizem modelos matemáticos e quando há, os mesmos versam sobre as in-
terações celulares entre o lentivírus e organismos do animal (Morin et al., 2003).
Straub (1989) apresenta uma relação entre a AIDS e a CAE, mas não aborda as-
pectos de dinâmica populacional. Nenhum trabalho foi encontrado abordando um
modelo matemático da transmissão da CAE entre indivíduos suscetíveis e infecta-
dos. Sabe-se que um modelo matemático que descreva a dinâmica da transmissão
da doença poderia contribuir para sua compreensão bem como para um eficiente
controle (Clancy, 1999). Esta seção apresenta um modelo matemático para a CAE
baseado na estratégia de compartimentos (Hethcote, 2000). A ação de controle,
que consiste no isolamento de indivíduos infectados, é modelada por meio κI que
expressa a quantidade de animais infectados que são isolados (segregados) por
unidade de tempo.

O modelo SIIs (Suscetível – Infectado – Isolado) é proposto para a modelagem
da dinâmica da CAE. A dinâmica da CAE é enquadrada na estrutura de compor-
tamentos (Figura 3.8). A população é considerada constante, N = S + I + Is. O
modelo é descrito por:

dS/dt = µN − µS − βIS/N, S(0) = S0 ≥ 0,
dI/dt = βIS/N − κI − µI, I(0) = I0 ≥ 0,
dIs/dt = κI − µIs, Is(0) = Is0 ≥ 0,

(3.48)

em que, S, I e Is são o número de indivíduos suscetíveis, infectados e isolados,
respectivamente; N é o número total de indivíduos, 5 β é a taxa de transmissão, µ
é taxa de novos suscetíveis, sendo que para manter a população constante faz-se a
taxa de mortalidade d = µ, κ é a taxa de infectados que são isolados. Para ilustrar,
κ = 0,1 significa que a cada unidade de tempo, em média 0,1 × I indivíduos

5Para levar em conta o fato de que animais isolados não reproduzem, pode-se substituir o termo
µN por µ(N − Is). Neste trabalho, não será levado em conta essa situação.
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infectados são isolados. Um outro aspecto é que como não há recuperação nessa
doença, considera-se γ = 0.

Herzog e Redheffer (2004) utiliza uma variante do modelo SIR, o modelo
SEIRS. Nesse modelo os autores fazem uso do termo IpSq, em que p e q são cons-
tante positivas não nulas. Um aspecto interessante é que os autores afirmam que
o termo IpSq é difícil para se ter motivações epidemiológicas. No caso da CAE,
como os indivíduos infectados perdem a coordenação motora e mobilidade, pode-
se pensar em utilizar esses coeficientes para levar em conta que a probabilidade
dos indivíduos infectados se encontrarem com indivíduos suscetíveis decresce à
medida que a população de indivíduos infectados aumenta. Isso pode ser feito,
fazendo-se 0 < q < 1.

S IsI

N
 I S
N

S  I  I s

 I

Figura 3.8: Modelo SIIs para a CAE.

Diagrama de compartimentos mostrando a dinâmica da CAE. κ é a taxa de
infectados que são isolados.

Para ilustrar a dinâmica desse modelo, considere o seguinte cenário. Seja uma
população de N = 1000, µ = 1/5, β = 5 Esses parâmetros estão condizentes
com a realidade de um rebanho caprino, exceto o valor β que foi escolhido arbi-
trariamente. Duas situações são simuladas. Para κ = 2, tem-se β > µ + γ + κ,
e portanto, P1 é instável e P2 é estável. Para κ = 10, tem-se β < µ + γ + κ, e
assim, P1 é estável e P2 é instável. Esses dois cenários são apresentados na Figura
3.8. Pretende-se no futuro confrontar os resultados apresentados nesta seção com
dados reais e também estimar o valor de β.

Duas situações foram simuladas. Na primeira, κ = 2 e R0 = 2,27, e o número
de infectados estabilizou em um valor diferente de zero. Na segunda, para κ = 10
e R0 = 0,49 obteve-se limn→∞ In = 0. A Figura 3.9 mostra esses resultados.

3.8 Conclusões do Capítulo
O presente capítulo apresentou uma análise da dinâmica das ações de controle
vacinação e isolamento de infectados no modelo SIR. A taxa de transmissão β foi
considerada como parâmetro de bifurcação. Mostrou-se que ao variar a taxa de
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Figura 3.9: Simulação do Modelo SIIs da CAE.

Simulação do modelo SIIs da CAE (3.48) para duas condições: (a) κ = 2 e (b)
κ = 10. Demais parâmetros: tamanho da população N = 1000; expectativa
de vida de 5 anos, ou seja, µ = 1/5 ano−1; taxa de transmissão β = 5. Em
(a) a doença não é erradicada. Em (b) a taxa de isolamento é suficiente para
erradicar a doença. Rotinas sircae.m

vacinação p e a taxa de isolamento dos infectados κ é possível levar o sistema a
várias regiões de estabilidade apresentadas na Figura 3.2, incluindo aquelas que
levam à erradicação da doença.

As Figuras 3.4 e 3.6 mostram que a vacinação e isolamento podem ser compre-
endidas como uma variação da localização do ponto de bifurcação. A diferença
entre as duas estratégias é que o ponto de bifurcação é variado inversamente a
(1 − p) na vacinação e diretamente proporcional a κ no isolamento. Em outras
palavras, a mudança ocorre proporcionalmente ao número de indivíduos isolados
e inversamente proporcional ao número de indivíduos não vacinados. Essa dife-
rença sugere algumas reflexões: i) doenças com β elevados podem necessitar de
uma ampla campanha de vacinação, ou seja, que uma ampla parcela da população
seja vacinada; ii) campanhas de vacinação com baixa taxa de cobertura tendem
a ser ineficientes, pois a variação do ponto de bifurcação é pequena; iii) doenças
que apresentem β pequeno a intermediário, o isolamento pode ser mais efetiva,
uma vez que a variação do ponto de bifurcação ocorre linearmente; iv) essa dife-
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rença entre a atuação do isolamento e vacinação pode sugerir que um mecanismo
híbrido, quando possível, seja mais efetivo. Pretende-se investigar essa hipótese
em trabalhos futuros.

Pesquisando na literatura sobre essa abordagem, foram encontrados alguns
trabalhos relacionados ao tema deste capítulo: Dodds e Watts (2004), ainda não
publicado, mostra presença da bifurcação transcrítica no modelo SIR; Hethcote
(2000) apresenta para o modelo SIR e SEIR a ocorrência da bifurcação transcrí-
tica. Piqueira et al. (2005) investigaram o uso do modelo SIR para o estudo da
propagação de vírus de computador e analisaram a estabilidade dos pontos fixos
seguindo uma abordagem bem semelhante à apresentada neste capítulo. Não se
encontrou, por outro lado, trabalhos que investiguem a influência na ação de con-
trole (vacinação e isolamento) no ponto de bifurcação transcrítico do modelo SIR.



Capítulo 4

Modelos Baseados em Indivíduos

“Qual a fórmula do itinerário rumo ao significado último da
realidade? Viver o real.”

Luigi Giussani

4.1 Introdução

No capítulo 3, a modelagem matemática foi feita usando-se exclusivamente equa-
ções diferenciais. O modelo clássico neste cenário é o modelo compartimental
SIR (Kermack e McKendrick, 1927). Nesse modelo, importantes características
podem ser analisadas. Entre elas: o princípio de ação de massa e a existência
de um limiar para erradicação da doença. Esse modelo, ainda que amplamente
estudado nas últimas décadas, tem permitido algumas importantes contribuições
recentemente (Satsuma et al., 2004; Bjornstad et al., 2002; Allen, 1994).

O modelo clássico SIR não é capaz de explicar a persistência de doenças in-
fecciosas (Keeling e Grenfell, 2002a,b; Keeling e Rohani, 2002; Gamarra et al.,
2001; Lloyd, 2001; Pastor-Satorras e Vespignani, 2001; Earn et al., 1998; Keeling
e Grenfell, 1997). A principal razão para isso é que o modelo SIR considera que
a distribuição de indivíduos é espacial e temporalmente homogênea (Hethcote,
2000). Essa razão está intimamente ligada ao tamanho da população. Alguns
pesquisadores acreditam que em grandes populações os efeitos estocásticos 1 lo-
cais possam desaparecer (Keeling e Grenfell, 1997). Entretanto, Durrett e Levin

1Sugere-se para aprofundamento sobre sistemas estocásticos as obras: (Papoulis, 1991) e (Ben-
dat e Pierson, 1986)
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(1994) atestam que “a estocasticidade local possui um efeito sistemático na den-
sidade da população e esse efeito não desaparece em grandes populações”. Essa
controvérsia aponta para a necessidade de mais investigação sobre esse assunto.

Há na literatura algumas propostas para explicar a persistência de doenças in-
fecciosas. Grenfell et al. (2002) utilizam uma versão estocástica do modelo SIR.
O modelo é validado com os dados da doença de sarampo no Reino Unido. Willox
et al. (2003) utilizam duas variantes do modelo SIR baseadas em tempo discreto.
Na primeira abordagem, esses autores discretizam o modelo SIR e trabalham com
equações de diferença. Na segunda abordagem, autômatos celulares são utiliza-
dos. Em Rhodes e Anderson (1996) pode-se encontrar mais um exemplo do uso
de autômatos celulares.

Uma outra solução são os sistemas de partículas interativas (IPS, do inglês
interacting particle systems). Krone (2004) utiliza conceitos matemáticos de hi-
drodinâmica para formalizar aspectos de convergência dos modelos IPS. O autor
aponta a importância de se estudar conexões existentes entre os diversos tipos de
modelos. Existem ainda os sistemas multi-agentes, cujo estudo é considerado por
alguns como uma subárea da Inteligência Artificial, tendo aplicações em controle
de informação, gerência de redes, acesso móvel, colaboração e ecologia (Garcia e
Sichman, 2003; Peck, 2004). Gordon (2003) propõe um formulação inicial para
um modelo multi-agente capaz de demonstrar a propagação de uma epidemia em
uma sociedade. Esse autor comenta que a distinção entre autômatos celulares e
um modelo multi-agente “não é rígida e estes termos são freqüentemente usados
sem distinção”.

Uma outra abordagem para lidar com a questão de populações heterogêneas é
apresentada em (van den Driessche e Watmough, 2002). Nesse trabalho os auto-
res dividem a população em subpopulações homogêneas, ou compartimentos, de
tal forma que neste compartimento os indivíduos não são distinguíveis. Os parâ-
metros epidemiológicos, tais como taxa de nascimento, taxa de transmissão, entre
outros, são diferentes de uma subpopulação para outra.

Em ecologia, os chamados modelos baseados em indivíduos, MBI (ou IBM,
do inglês Individual Based Model) (Keeling e Grenfell, 2000; Sole et al., 1999;
Grimm, 1999; Lomnicki, 1999) estão em crescente estudo. Segundo Grimm
(1999), “cada indivíduo é tratado como uma entidade única e discreta que pos-
sui idade e ao menos mais uma propriedade que muda ao longo do ciclo da vida,
tal como peso, posição social, entre outras”. A utilização dessa estratégia está
coerente com as perspectivas de Maturana (1999), que afirma ser a autonomia
a principal característica dos seres vivos. Sistemas em que as partes interagem
entre si e formam padrões dinâmicos têm sido chamados de sistemas complexos
(Bar-Yam, 2003; Mezic e Banaszuk, 2004).

Keeling e Grenfell (2000) discutem a taxa de reprodução básica R0 em uma
perspectiva de modelagem baseada em indivíduos. São utilizados dados reais
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para estimar o valor de R0. Os autores consideram que a pesquisa em sistemas
baseados em indivíduos cresceu na década de 90, sendo de destaque o lugar da
epidemiologia.

Application SIR, SAIR, Comparação com autômato celular....
Levando em conta a necessidade de aprofundamento nesse cenário, este capí-

tulo apresenta uma formulação do MBI para a propagação de doenças infecciosas.
O modelo MBI é desenvolvido a partir de premissas epidemiológicas. Em seguida,
desenvolve-se uma formulação matemática genérica e apresenta-se uma simula-
ção do modelo proposto. Este capítulo também inclui uma análise estocástica e o
cálculo da probabilidade de erradicação da doença.

4.2 Desenvolvimento do MBI

4.2.1 Premissas Epidemiológicas
A seguir são apresentadas algumas premissas utilizadas para formulação do MBI.
Essas premissas são formuladas de forma a coincidir com aquelas explicitadas
para o modelo SIR clássico, as quais se tornam um subconjunto das premissas do
modelo MBI. As premissas são as seguintes:

1. População constante. Como se deseja realizar comparações com o mo-
delo SIR clássico utilizado neste trabalho, optou-se por utilizar a população
constante de tamanho m.

2. Características do indivíduo. Um indivíduo é caracterizado por um con-
junto de n características.

3. Categorias de indivíduos. Há três categorias para um indivíduo: 0 (suscep-
tível), 1 (infectado) e 2 (recuperado).

4. Mudança de categoria. Uma vez em uma categoria, o indivíduo pode mu-
dar para uma outra categoria em cada instante de tempo. Neste trabalho,
adotou-se a transição discreta. Segundo Durrett e Levin (1994), modelos
discretos são importantes pois permitem incorporar aspectos espaciais e in-
terações estocásticas que são intrínsecas aos sistemas epidemiológicos. As
transições podem ocorrer em uma das seguintes formas:

a) 0,1,2 → 0. Isso significa que o indivíduo morreu e um outro nasceu
(para manter a população constante ver premissa 1). Observe, que
nesse ponto pode-se tornar o modelo com população variável, assu-
mindo taxas de nascimento e mortalidade diferentes. Caso o indivíduo
não morra, pode ocorrer a transição do item b) ou c), descritas a seguir.
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b) 0 → 1. Um indivíduo suscetível, ao encontrar com um indivíduo in-
fectado, pode adquirir a doença e passar para a categoria 1.

c) 1→ 2. Um indivíduo infectado recupera-se e passa para a categoria 2.

5. Distribuição estatística. Para a mortalidade (e conseqüentemente nasci-
mento) adotou-se a distribuição exponencial. Essa distribuição também foi
utilizada para a transição de recuperação (Anderson e May, 1992). Mate-
maticamente, a distribuição exponencial é expressa por f1(x) = µe−µx e
f2(x) = γe−γx para a mortalidade e recuperação, respectivamente. A Fi-
gura 4.1 apresenta a característica da distribuição exponencial genérica. 2

6. Processo de infecção. Adotou-se que cada contato entre um indivíduo sus-
cetível e um indivíduo infectado pode provocar um novo indivíduo infec-
tado seguindo uma distribuição uniforme. Isso significa dizer que βI% dos
contatos tornarão os indivíduos suscetíveis em indivíduos infectados. A
adoção desta premissa baseia-se no princípio de homogeneidade da popula-
ção (Hethcote, 2000). O processo de transição dos indivíduos, de suscetível
para infectado, é estocástico ao invés de determinístico, o que acredita-se
ser mais adequado para o estudo da persistência de doenças infecciosas.

4.2.2 Formulação Matemática

O modelo baseado em indivíduos pode ser assim expresso. Um indivíduo é repre-
sentado por

Im,t = [C1 C2 · · · Cn], (4.1)

em que m é o tamanho da população, t é o instante em que o indivíduo apre-
senta um conjunto específico de características e Cn é uma característica do indi-
víduo. A primeira característica é o seu estado do ponto de vista epidemiológico,
que pode ser susceptível, infectado, recuperado, vacinado entre outros (veja seção
2.3). Outras características podem ser a idade, o tempo de duração da infecção, o

2Se considerarmos µ = 1/60, significa que a média da distribuição exponencial, ou em ou-
tras palavras, a expectativa de vida é de 60 anos, o que é razoável para uma determinada po-
pulação. Entretanto, essa mesma distribuição admite probabilidade não-nula para indivíduos
possuírem idades que não se observa na realidade. Por exemplo, a probabilidade de um indi-
víduo chegar aos 150 anos é de 8,2%. Para resolver essa situação seria necessário utilizar a
distribuição exponencial truncada (Bendat e Pierson, 1986; Papoulis, 1991), que é expressa por

f(x|b < x ≤ a) =
f(x)

F (a)− F (b)
, em que f(x) =

dF (x)
dx

e a e b são os limites superiores e

inferiores, respectivamente. Neste trabalho, não se adotou a distribuição exponencial truncada,
permitindo assim comparar o MBI e o modelo SIR, conforme será visto na seção 4.3.2.
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λ

Figura 4.1: Densidade de probabilidade exponencial.

Densidade de probabilidade exponencial f(x) = λe−λx. A média para essa
distribuição é 1/λ. Rotina: exponen.m.

sexo, a localização espacial ou quaisquer outras características do indivíduo con-
sideradas relevantes.

Por sua vez, uma população de indivíduos é representada por

Pt = [I1,t I2,t I3,t · · · Im,t]
T , (4.2)

em que Im,t é um indivíduo no instante t e P é uma matriz m × n. Sejam as
seguintes definições

Definição 1: Seja Pt a população de tamanho m. O estado da população em um
instante t = t1 é o conjunto de características de cada indivíduo nesse instante.
Esse estado permanece constante por um intervalo de tempo ∆t.

Definição 2: Transição de um estado para outro ocorre quando pelo menos uma
característica Cm mudou de um ou mais indivíduos da população.

Essa formulação é bastante genérica, permitindo, ao incorporar várias carac-
terísticas dos indivíduos, tornar o modelo MBI cada vez mais realístico. Seguindo
as premissas descritas na seção 4.2.1, o modelo empregado passa a ter as seguintes
características:
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• C1 ∈ [0,1,2]. Ou seja, o indivíduo pode estar no estado susceptível, infec-
tado e recuperado respectivamente.

• C2 é a idade do indivíduo em anos. Sendo que em cada transição esse valor
é adicionado de ∆t.

• C3 é a máxima idade em que o indivíduo viverá. No momento do nasci-
mento do indivíduo esse valor é obtido por:

C3 = −µ ln(au) (4.3)

em que µ é a expectativa de vida da população e au é uma varíável aleatória
com distribuição uniforme, contida entre os valores 0 e 1.

• C4 é o tempo em anos que o indivíduo se encontra no estado infectante.

• C5 é o máximo tempo em que o indivíduo fica no estado infectante. Seme-
lhante à característica C3, o tempo máximo em que o indivíduo fica infec-
tado é obtido a priori por:

C5 = −γ ln(au) (4.4)

em que γ é o período infectante.

C4 e C5 são desnecessárias para indivíduos suscetíveis e recuperados. Para
estes casos são consideradas iguais a zero ∀t. O número de indivíduos suscetíveis,
infectados e recuperados em cada instante t da população é denotado por St, It e
Rt, respectivamente.

Considere um exemplo. Um indivíduo representado por

Im,t(1; 20,5; 68,2; 1/24; 3/24) (4.5)

é um indivíduo de 20,5 anos de idade, infectado, morrerá aos 68,2 de idade, está
infectado há 1/24 ano (aproximadamente 15 dias) e sua infecção durará 3/24 anos
(aproximadamente 45 dias). Veja Figura 4.2 para ilustração do indivíduo com tais
características.

A Figura 4.3 apresenta uma população de indivíduos. Cada linha representa
um indivíduo. Assim, a população pode ser representada por:

Pt = [I1,t I2,t I3,t I4,t I5,t I6,t]
T

(4.6)

e para exemplificar a leitura da matriz, o segundo indivíduo em t = 0 é represen-
tado por I2,0(0; 7; 15; 0; 0).
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Em cada instante de tempo, avalia-se o estado de cada indivíduo. A Figura 4.3
apresenta as possíveis transições. Nessa figura são apresentadas as características
C1 a C5 dos indivíduos. A seguir as alterações em C1 são comentadas:

t = 1 • I2,0(0; 7; 15; 0; 0)→ I2,1(1; 8; 15; 0; 3).
Esse indivíduo foi infectado. O período infectante durará 3 anos.

t = 2 • I3,1(0; 60; 60; 0; 0)→ I3,2(0; 0; 54; 0; 0).
Esse indivíduo suscetível morreu e, no modelo, é substituído por um
indivíduo com C2 = 0 e C3 = 54.

• I4,1(1; 31; 70; 2; 2)→ I4,2(2; 32; 70; 0; 0).
Esse indivíduo tornou-se recuperado.

t = 3 • Não houve alterações no estado epidemiológico dos indivíduos.

t = 4 • I5,3(1; 23; 70; 3; 3)→ I5,4(2; 24; 70; 0; 0).
Esse indivíduo tornou-se recuperado.

t = 5 • I2,4(1; 11; 15; 3; 3)→ I2,5(2; 12; 15; 0; 0).
Esse indivíduo tornou-se recuperado.

• I6,4(2; 20; 20; 0; 0)→ I6,5(0; 0; 57; 0; 0).
Um indivíduo recuperado morre e nasce um novo indivíduo com esti-
mativa de vida de 57 anos.

Categoria Idade Idade 
Máxima

Tempo de 
Infecção

Tempo 
Máximo 

de Infecção

1 20,5 68,2 1/24 3/24

Exemplo

Figura 4.2: Indivíduo no MBI.

No MBI utilizado neste trabalho, um indivíduo é representado por cinco ca-
racterísticas. C1: categoria 0,1,2, respectivamente, suscetível, infectado e re-
cuperado. C2: idade em anos. C3: idade máxima que o indivíduo viverá. C4:
período infectante. C5: tempo máximo de infecção.
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0 12 65 0 0 0 13 65 0 0 0 14 65 0 0
0 7 15 0 0 1 8 15 0 3 1 9 15 1 3
0 59 61 0 0 0 60 61 0 0 0 0 54 0 0
1 30 70 1 2 1 31 70 2 2 2 32 70 0 0
1 20 70 0 3 1 21 70 1 3 1 22 70 2 3
2 15 20 0 0 2 16 20 0 0 2 18 20 0 0

t=0 t=1 t=2

0 15 65 0 0 0 16 65 0 0 0 17 65 0 0
1 10 15 2 3 1 11 15 3 3 2 12 15 0 0
0 1 54 0 0 0 2 54 0 0 0 3 54 0 0
2 33 70 0 0 2 34 70 0 0 2 35 70 0 0
1 23 70 3 3 2 24 70 0 0 2 25 70 0 0
2 19 20 0 0 2 20 20 0 0 0 0 57 0 0

t=3 t=4 t=5

Figura 4.3: Transições em um MBI.

O modelo MBI apresentado possui seis indivíduos. As transições ocorrem em
um intervalo de 1 ano. São apresentados seis instantes de t = 0 a t = 5. Pt =
[I1,t I2,t I3,t I4,t I5,t I6,t]

T
. Para exemplificar a leitura da matriz, o

segundo indivíduo em t = 0 é representado por I2,0(0; 7; 15; 0; 0).

4.2.3 Algoritmo do MBI

A Figura 4.4 mostra o fluxograma do MBI. A população inicial é determinada
de modo aleatório. Em cada instante de tempo, cada indivíduo é considerado
e verifica-se por meio de distribuições probabilísticas qual a transição ocorrerá.
Após os N indivíduos serem avaliados, o tempo de simulação é incrementado
em ∆t. O algoritmo termina quando o tempo de simulação atinge o valor final
tf . Utilizando a formulação matemática (seção 4.2.2) e a Figura 4.4, apresenta-
se o algoritmo para o MBI, conforme Figura 4.5. Na seção A.1 encontra-se a
implementação desse algoritmo, utilizando a linguagem de programação Matlab
(Martinez e Martinez, 2002).
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População
 Inicial

Morre

Suscetível

Sim

Não

Sim
Infecção

Não

SimNão

Infectado
Não

Sim

m=m+1

Transição para 1

Recupera

Sim

Não

m>N

Indivíduo

Não

t>t
f

m=1

t=0

Sim

t=t+Δt

Não

Sim

Fim

Transição para 2

Transição para 0

Figura 4.4: Fluxograma do MBI.

Fluxograma do MBI. A população inicial é determinada de modo aleatório.
Em cada instante de tempo, cada indivíduo é considerado e verifica-se por
meio de distribuições probabilísticas qual a transição que ocorrerá. Após os
N indivíduos serem avaliados, o tempo de simulação é incrementado em ∆t.
O algoritmo termina quando o tempo de simulação atinge o valor final tf .
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início-algoritmo

Definição dos parâmetros iniciais: N , ∆t, γ, µ, β

Determinação da população inicial Pm,0.

para t← 1 até tf faça

para m← 1 até N faça

se Im,t(C2) > Im,t(C3) {Morte}
Im,t([C1; C2; C4; C5])← 0

Im,t(C3)← −µ ln(au)

senão
se Im,t(C1) = 0 {Infecção}

ind← nua {Sorteio de um indivíduo para encontro }
se Iind,t(C1) = 1

Im,t(C1)← 1 {Com βI% }
Im,t(C4)← 0

Im,t(C5)← −γ ln(au)

fim-se
fim-se
se Im,t(C1) = 1 {Recuperação }

se Im,t(C4) > Im,t(C5)

Im,t(C1)← 2

Im,t(C4)← 0

Im,t(C5)← 0

senão
Im,t(C4)← Im,t(C4) + ∆t

fim-se
fim-se

Im,t(C2)← Im,t(C2) + ∆t

fim-se

fim-para

fim-para

fim-algoritmo

Figura 4.5: Algoritmo do modelo baseado em indivíduos – MBI
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4.3 Simulação do MBI

4.3.1 Realização Estocástica

A seguir comenta-se uma realização do MBI. A Figura 4.6 mostra a realização
de uma simulação do MBI. Os parâmetros utilizados para esta simulação estão
descritos na legenda da figura.

Ao comparar as Figuras 4.6 e 2.5, percebe-se que o número de indivíduos sus-
cetíveis comporta-se de modo semelhante. Em ambas as simulações, a população
de suscetível é alta no início e sofre um decrescimento vertiginoso logo em se-
guida. Depois disso, cresce e oscila em torno de um valor que corresponde ao
ponto fixo. Uma diferença marcante ocorre em regime permanente. Nessa situa-
ção, enquanto no modelo SIR o número de suscetíveis se estabiliza para um valor
fixo, o número de suscetíveis do MBI permanece com flutuação característica de
modelos estocásticos. Um corolário desta afirmação é que existe uma probabili-
dade não-nula de que possa ocorrer uma erradicação da doença. Esse é um fato
importante, pois mesmo em uma situação que o modelo tenha parâmetros que o
levem a uma situação endêmica, pode haver a erradicação da doença. Esse cenário
não é possível de ser constatado usando o modelo SIR clássico. A Figura 4.7 mos-
tra, em detalhe, as flutuações do número de indivíduos suscetíveis, recuperados e
infectados. No instante t ' 85 o número de infectados é apenas 10, igual ao valor
da condição inicial. Existe uma probabilidade não-nula dos infectados morrerem
antes de contaminar outros indivíduos. Essa probabilidade será avaliada na seção
4.4.

Por um lado, essas flutuações parecem desejáveis, pois existe uma possibi-
lidade de erradicação da doença. Por outro lado, quando se considera o aco-
plamento entre populações, a estocasticidade é um componente importante para
compreender a persistência de doenças infecciosas (Earn et al., 1998). Pois é pos-
sível haver um aumento do número de indivíduos infectados devido a movimentos
migratórios.

4.3.2 Comparação MBI e SIR

Como o MBI utiliza as mesmas premissas do modelo SIR, acredita-se que haja
uma certa equivalência entre esses modelos. Ao levar em conta que o modelo é
discreto, pode-se atribuir a seguinte relação

βI = ∆tβ. (4.7)

Essa relação é evidenciada numericamente simulando o modelo SIR e o MBI.
A Figura 4.8 apresenta esses resultados. Detalhes da simulação na legenda da
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Figura 4.6: Simulação do MBI.

Simulação do MBI para um caso com persistência de infecciosos. Os parâme-
tros utilizados foram: N = 1000, ∆t = 0,1, µ = 1/60, γ = 1/2,5 βI = 0,25.
A condição inicial foi S0 = 0,9N , I0 = 0,01N e R0 = N − S0 − I0. Em
t = 0, C2 foi obtido com 0,25µ e C4, com 0,25γ. Rotina: mbi.m.
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Figura 4.7: Simulação do MBI – detalhe Figura 4.6.

Detalhe da Figura 4.6. Observe que o número de infectados aproxima-se de
zero. Rotina: mbi.m.
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figura. Para três valores de β e βI, mantendo-se a relação (4.7), o comportamento
visivelmente semelhante. 3
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Figura 4.8: Comparação entre MBI e SIR.

Comparação entre MBI (–) e SIR (o). Os parâmetros utilizados são: N =
1000, δt = 0,1, γ = 1/3, µ = 1/60. (a) β = 2, βI = 0,2. (b) β = 2,5,
βI = 0,25. (c) β = 3, βI = 0,3. Rotina: compsirmbi.m. Nos três gráficos
apresenta-se o número de suscetíveis ao longo do tempo.

4.3.3 Simulação Monte Carlo
Neste item, o MBI será avaliado utilizando o método de Monte Carlo (Aiello e da
Silva, 2003; Martinez e Martinez, 2002). Esse método consiste em simular o mo-
delo muitas vezes e em situações aleatoriamente diferentes e analisar o conjunto
de dados obtidos. Duas análises são feitas. A primeira consiste em avaliar todas
as simulações em um único gráfico (Figura 4.9). A segunda, consiste na análise
da média e desvio padrão das simulações obtidas (Figura 4.10).

Na Figura 4.9, observa-se a possibilidade de que haja comportamentos dinâ-
micos diversificados. Em particular, os saltos que ocorrem na variável S e R
aproximadamente em t = 40.

A Figura 4.10 apresenta a média e a faixa de um desvio padrão (na vertical)
para mais e para menos. Observe que a média possui comportamento similar

3Não se está interessado em validar o MBI por meio do modelo SIR. Se assim fosse, poder-
se-ia empregar algum índice de erro quadrático, como o RMSE ou outra técnica de validação
(Aguirre, 2004).
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ao modelo SIR. Mas é com o auxílio da Figura 4.11 que o MBI mostra uma
de suas principais características. A média de infectados gira em torna de 40.
Nesse gráfico apresenta-se a variação com três desvios. Observe que na maioria
dos instantes apresentados, há uma probabilidade não-nula de que ocorra uma
realização que leve o número de infectados a zero, ocorrendo assim a erradicação
da doença. Observe que próximo a t = 40, há uma das maiores probabilidades de
erradicação. Isso explica a existência de saltos na Figura 4.9, conforme será visto
na seção 4.3.3. Essa observação é a motivação para o cálculo da probabilidade de
erradicação na seção 4.4.
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Figura 4.9: Simulação Monte Carlo do MBI.

Simulação Monte Carlo do MBI para um caso com persistência de infecci-
osos. Os parâmetros utilizados foram: N = 1000, ∆t = 0,1, µ = 1/60,
γ = 1/3 βI = 0,25. A condição inicial foi S0 = 0,9N , I0 = 0,01N e
R0 = N − S0 − I0. Em t = 0, C2 foi obtido com 0,25µ e C4, com 0,25γ.
Foram feitas 100 simulações que são mostradas simultaneamente. As popu-
lações iniciais são iniciadas aleatoriamente em cada simulação. Observe que
pelo efeito estocástico, há realizações em que os valores de S e R saltam do
valor médio e tendem a estabilidade no máximo e mínimo valor, respectiva-
mente. Rotina: mcmbi.m.
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Figura 4.10: Simulação Monte Carlo do MBI – média e um desvio.

Simulação Monte Carlo do MBI para um caso com persistência de infecci-
osos. Os parâmetros utilizados foram: N = 1000, ∆t = 0,1, µ = 1/60,
γ = 1/3 βI = 0,25. A condição inicial foi S0 = 0,9N , I0 = 0,01N e
R0 = N − S0 − I0. Em t = 0, C2 foi obtido com 0,25µ e C4, com 0,25γ.
Foram feitas 100 simulações. (-o-) indica a média das simulações. As bar-
ras verticais indicam a distância de um desvio padrão. (a) Suscetíveis. (b)
Infectados. (c) Recuperados. Rotina: mcmbi.m.
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Figura 4.11: Simulação Monte Carlo do MBI – detalhe da Figura 4.10(b)

Simulação Monte Carlo do MBI – média e três desvios – detalhe da Figura
4.10(b). Nessa simulação os limites foram expandidos para três desvios.
Uma linha constante é colocada em zero para facilitar a observação de que
existe uma probabilidade não-nula de erradicação na maioria dos instantes
apresentados. Rotina: mcmbi.m.

4.4 Probabilidade de Erradicação
Nesta seção, pretende-se calcular a probabilidade de erradicação da doença em
uma população após um intervalo de tempo ∆t, dado um conjunto de indivíduos
infectados.

Primeiramente, analisa-se o caso de uma população com apenas um indivíduo
infectado. A Figura 4.12 apresenta um fluxograma do que pode acontecer com o
indivíduo infectado. Inicialmente, avalia-se aleatoriamente se o indivíduo morre.
Se não morre, o indivíduo pode infectar um outro indivíduo. Em seguida, pode
ocorrer a transição para estado recuperado. A probabilidade de um indivíduo
infectado morrer no instante t é

p0,m = 1− e−
Im,t(C2)

µ (4.8)

e de se recuperar

p2,m = 1− e−
Im,t(C4)

γ . (4.9)

É necessário agora calcular a probabilidade de um indivíduo suscetível de en-
contrar com um indivíduo infectado e não se infectar. Levando em conta que a
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probabilidade de encontrar cada um dos indivíduos infectados é a mesma, a pro-
babilidade de um indivíduo não infectar um outro é

p1,m = 1− βISt

N
. (4.10)

Morre
p
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Sim
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Erradicação
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Figura 4.12: Probabilidade de erradicação de uma doença

Probabilidade de erradicação de uma doença para um indivíduo infectado. O
indivíduo infectado pode morrer com uma probabilidade p0,m. Se caso ele
sobreviver, o indivíduo pode recuperar-se com uma probabilidade p2,m. A
probabilidade do indivíduo não infectar, ou seja, transmitir a doença para um
outro indivíduo é p1,m.

Ocorre a erradicação quando o indivíduo morre. Se caso ele não morrer, pode
ocorrer também a erradicação se o indivíduo se recuperar e não houver transmis-
são da doença a outro suscetível. Assim a probabilidade de erradicação da doença,
quando há apenas um indivíduo infectado, pode ser expressa por:

pIm,t = p0,m + (1− p0,m)p2,mp1,m. (4.11)

No caso de haver mais de um indivíduo infectado, assume-se que as proba-
bilidade relacionadas a cada indivíduo são eventos independentes. Desse modo,
pode-se expressar a probabilidade de erradicação para It indivíduos infectados
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por:

pPt =
It∏

m=1

(
pIm,t

)
=

It∏
m=1

(p0,m + (1− p0,m)p2,mp1,m) (4.12)

=
It∏

m=1

[(
1− e

− Im,t(C2)

µ

)
+
(

e
− Im,t(C2)

µ

)(
1− e

− Im,t(C4)

γ

)(
1− βISt

N

)]
.

Para exemplificar considere Pt=t4 na Figura 4.3. Considere ainda os seguintes
parâmetros: µ = 1/60, γ = 1/3, β = 0,25. Por meio de (4.12), a probabilidade de
erradicação é 3,858%. Para validar este resultado, bem como a expressão (4.12),
fez-se uso da simulação Monte Carlo. O MBI foi simulado dez mil vezes com
os parâmetros acima mencionados. A Figura 4.13 (a) apresenta a evolução do
percentual de erradicação da doença no instante seguinte ao longo de dez mil
simulações. A Figura 4.13 (b) mostra o histograma do percentual de erradicação,
na qual a parte transitória, os primeiros 4000 pontos, foi desprezada. O percentual
obtido de erradicação foi 3,856 ± 0,056, praticamente idêntico ao obtido pela
expressão (4.12).

O cálculo da probabilidade de erradicação também foi avaliado para uma outra
situação com os seguintes parâmetros: N = 50,: µ = 1/60, γ = 1/3, β = 0,25,
It = 3, St = 47. Os indivíduos infectados possuem as seguintes características:

I48,0(1; 15,00; 114,40; 0,00; 3,90)

I49,0(1; 45,00; 59,05; 1,00; 1,94)

I50,0(1; 21,00; 76,40; 1,00; 0,16)

.
Utilizando a expressão (4.12), obtém-se pPt=0 = 6,128. Por meio da simulação

Monte Carlo, pPt=0 = 6,246± 0,079. 4

4.4.1 Influência do Tamanho da População
Com o cálculo da probabilidade é possível avaliar uma outra importante caracte-
rística que alguns autores mencionam na literatura. Trata-se da influência do tama-

4A diferença observada pode ser explicada devido ao número de simulações. Para populações
maiores, N = 1000, também observou-se essa diferença. Simulações com valores de N igual ou
superiores a 1000 e simulações Monte Carlo com mais de dez mil realizações não foram efetuadas
neste trabalho devido ao elevado esforço computacional necessário.
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Figura 4.13: Probabilidade de erradicação no passo seguinte – simulação Monte Carlo do
MBI

Probabilidade de erradicação no passo seguinte – simulação Monte Carlo do
MBI. (a) Percentual de erradicação ao longo das dez mil simulações. (b)
Histograma do percentual de erradicação. Desprezou-se os 4000 primei-
ros pontos. O percentual médio do histograma é 3,856 ± 0,056. Rotina:
mcprobab.m.

nho da população na probabilidade de erradicação da doença (Keeling e Rohani,
2002; Lloyd, 2001). Para avaliar essa característica, considere o seguinte cenário:
γ = 1/3, µ = 1/60, βI = 0,25, St = 0,8N , It = 0,01N . As características C2 e
C4 são estimadas de modo idêntico às características C3 e C5 por meio de (4.3) e
(4.4), respectivamente. Utilizando (4.12) e simulando 100 realizações, obtém-se
os resultados apresentados na Figura 4.14. Esse é o resultado interessante, que
também pode ser observado diretamente de (4.12), pois demonstra que a erradica-
ção de doenças em populações menores possui uma probabilidade maior. Apesar
de teórico, pode ser tomado como princípio para a criação de animais distribuídos
em rebanhos menores.

4.4.2 Redução da População
Neste item, será abordado um cenário possível do setor agropecuário. Foi obser-
vado na seção 4.4.1 que a probabilidade de erradicação aumenta com a diminuição
da população. Uma aplicação desta afirmativa pode ser avaliada na redução do ta-
manho de rebanhos em unidades menores. Na avaliação deste cenário o modelo
SIR será comparado com MBI.

O cenário se constitui da seguinte forma: N = 500, µ = 1/60, γ = 1/3,
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Figura 4.14: Probabilidade de erradicação em função da população.

Probabilidade de erradicação em função da população. Parâmetros: γ = 3,
µ = 1/60, 1/3 βI = 0,25, St = 0,8N , It = 0,01N . As características C2

e C4 são estimadas das mesma forma às características C3 e C5 por meio de
(4.3) e (4.4), respectivamente. O gráfico apresenta a média (-o-) e a faixa de
um desvio padrão, calculados a partir de 100 realizações de (4.12). Rotina:
probabn.m.

β = 5, βI = 0,5. Inicialmente, 99% da população é suscetível e 1% está infec-
tado. Esse cenário pode representar uma fazenda com 500 animais. A Figura 4.15
apresenta os resultados para este cenário, obtidos pelo MBI e modelo SIR. No
modelo SIR, há estabilidade em um valor endêmico. No MBI o valor médio tam-
bém se estabiliza, mas há uma probabilidade não-nula de erradicação. Assume-se
que as oscilações em torno da média possuem distribuição normal. Desse modo,
pode-se calcular a probabilidade de erradicação em cada instante. A máxima pro-
babilidade de erradicação para a região de regime permanente (t > 20) é de 1,8%
e acontece aproximadamente em t = 97.

Avalia-se agora o que acontece se essa população for subdividida em dois gru-
pos: um de 300 indivíduos e outro de 200 indivíduos. O percentual de suscetíveis
e infectados é mantido igual nos dois grupos. As Figuras 4.16 e 4.17 representam
as simulações para as subpopulações de 300 e 200 indivíduos respectivamente.
Somando-se o número de infectados das duas subpopulações, obtém-se o mesmo
número de infectados da população com 500 indivíduos. Na subpopulação de
300 indivíduos, a probabilidade de erradicação aumentou para 25,3% e para a
subpopulação de 200 indivíduos, esse valor foi de 41,1%. Esse aumento da pro-
babilidade de erradicação era esperado, conforme pode ser visto na Figura 4.14.
Não se pode afirmar com isso que fazendas devam ser subdivididas, pois não se
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investigou o custo associado à essa subdivisão; mas pode-se seguramente apontar
que este aumento na probabilidade de erradicação possa ser mais um elemento
a ser analisado no gerenciamento de fazendas. Nas Figuras 4.16 (a) e 4.17 (a),
percebe-se também uma ligeira tendência da média em atingir o valor zero (mais
expressivamente em 4.17 (a)). Isso reforça ainda mais a importância de se levar
em conta o tamanho da população.
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Figura 4.15: Cenário 1 – população com 500 indivíduos.

Cenário 1 – população com 500 indivíduos. (a) MBI: (-o-) média de 50 reali-
zações, (–) As barras verticais indicam a distância de três desvios padrão. (b)
Modelo SIR. Veja texto para detalhes do modelo. Rotina: fazendas.m.

4.5 Conclusões do Capítulo
Este capítulo apresentou uma abordagem estocástica para a modelagem de epi-
demias. A partir de premissas epidemiológicas, foi elaborada uma formulação
matemática para modelos baseados em indivíduos (MBI). A formulação matemá-
tica é geral e pode levar em conta características físicas, espaciais, sociais dos
indivíduos.

Neste capítulo, foi dada atenção para um caso particular em que o indivíduo
pode assumir três classes: suscetíveis, infectados e recuperados. Para esse caso,
foi apresentado um algoritmo, cujas simulações foram apresentadas na seção 4.3.
A simulação estocástica permitiu avaliar que o sistema possui uma probabilidade
de erradicação da doença mesmo para uma situação em que os indivíduos infec-
tados tendem a um valor estável não-nulo. Essa situação no modelo SIR equivale
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Figura 4.16: Cenário 2 – subpopulação com 300 indivíduos.

Cenário 2 – subpopulação com 300 indivíduos. (a) MBI: (-o-) média de
50 realizações, (–) As barras verticais indicam a distância de três desvios
padrão. (b) Modelo SIR. Veja texto para detalhes do modelo. Rotina:
fazendas.m
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Figura 4.17: Cenário 2 – subpopulação com 200 indivíduos.

Cenário 2 – subpopulação com 200 indivíduos. (a) MBI: (-o-) média de
50 realizações, (–) As barras verticais indicam a distância de três desvios
padrão. (b) Modelo SIR. Veja texto para detalhes do modelo. Rotina:
fazendas.m
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ao estado endêmico do modelo. Na seção 4.4 foi desenvolvido uma expressão
para o cálculo da probabilidade de erradicação (4.12). A média do percentual de
erradicação ao longo de dez mil realizações converge para o valor calculado por
(4.12).

Interessante observar que a abordagem apresentada permite a extensão para
variantes do modelo SIR. Uma possibilidade é o modelo proposto por (Piqueira
et al., 2005) para o estudo da propagação de vírus de computador. Além das
categorias clássicas presentes no modelo SIR, a população é dividida em uma
outra categoria, Antídoto, de indivíduos equipados com eficientes programas anti-
vírus. Piqueira et al. (2005) realizam as simulações com uma população de 50
computadores, cenário em que essa pequena população tornaria a investigação
dos aspectos estocásticos ainda mais relevante.

A importância do tamanho da população de um rebanho é um item importante
dentro do setor agropecuário. Takahashi et al. (1997) desenvolveram uma aborda-
gem baseada em sistemas dinâmicos lineares para minimizar o custo de ampliação
de uma fazenda de gado. O cálculo da probabilidade de erradicação de um doença
pode ser incorporado como restrição ou como um outro objetivo a ser avaliado.

Acredita-se que um ponto importante neste capítulo seja a elaboração de uma
metodologia que permita a análise de fenômenos associados a um número finito
(possivelmente pequeno) de indivíduos, ao contrário da premissa de continuidade
do modelo SIR, que implica, de fato, na premissa de um número aproximadamente
infinito de indivíduos.

Um último aspecto a se destacar é que estratégias de modelagem empregada
para o MBI, tornam a simulação mais complexa. Peck (2004) afirma que em
tal circunstância, a simulação “deve ser vista como um outro experimento para
explorar os ganhos obtidos a partir deste modelos computacionais”.





Capítulo 5

Controle de Epidemias

“Disse-lhe: “Se ouvires a voz do Senhor, teu Deus, e fizeres
o que é reto aos seus olhos, se inclinares os ouvidos às suas
ordens e observares todas as suas leis, não mandarei sobre ti
nenhum dos males com que acabrunhei o Egito, porque eu sou
o Senhor que te cura.”

Êxodo, 15, 26

5.1 Introdução
Um dos principais objetivos da modelagem de sistemas epidemiológicos é a possi-
bilidade de se usar alguma estratégia de controle (Clancy, 1999). Há na literatura
duas formas de encarar um modelo epidemiológico e propor alguma estratégia de
controle. Na primeira, obtém-se um controlador a partir das equações que descre-
vem o modelo. Dentre as estratégias possíveis, cita-se o controlador PID (Ogata,
2003; Dorf e Bishop, 2001). Essa abordagem pode ser vista em trabalhos como
(Ghezzi e Piccardi, 1997), em que os autores aplicam o controle PID em siste-
mas epidemiológicos. A segunda possibilidade é propor um controle que leve em
conta o contexto de aplicação (Kretzschmar et al., 2004). Nessa forma, o modelo
utilizado é de fundamental importância para levar em conta aspectos específicos.
Essa segunda forma norteia os resultados deste capítulo.

Embora o modelo usado neste trabalho seja simples, algumas importantes con-
clusões podem ser obtidas. Na verdade, modelos simples são amplamente usados
na Biologia (veja uma aplicação de técnicas simples na modelagem do cresci-
mento de corais marinhos em (Sanchez et al., 2004)), em particular na Ecologia e
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Epidemiologia. May (1976), em um de seus mais conhecidos artigos, mostrou que
modelos matemáticos relativamente simples podem exibir dinâmicas complexas e
podem facilitar a compreensão de importantes questões.

Um outro aspecto que contribui para a utilização de modelos simples pode
ser retirado do campo da sociodinâmica (Weidlich, 2005) ou a epidemiologia so-
cial (Kawachi, 2002). Weidlich (2005) afirma que a “sociodinâmica objetiva a
descrição de processo dinâmicos na sociedade humana”. Processos na sociedade
humana são extremamente complexos. Para minimizar essa complexidade, a so-
ciodinâmica faz uso da simulação de cenários. Miklashevich e Barkaline (2005)
descrevem um representação matemática para a dinâmica de um sistema social ba-
seado em estruturas hierárquicas. Um cenário representa as possíveis evoluções
de acordo com o modelo. Weidlich (2005) afirma que “após um ajuste correto dos
parâmetros a evolução real pode ser interpretada e prevista a partir dos modelos”.
Nesse sentido, os resultados aqui apresentados, apesar de simples e sem conexão
direta com a realidade, podem ser ajustados para uma situação real específica.

Neste capítulo três metodologias são investigadas. Na primeira, utiliza-se con-
trole ótimo para um modelo contínuo (Kirk, 1970; da Silva, 2003). O objetivo é
encontrar uma lei de controle, da qual possam ser retirados alguns princípios ge-
rais, passíveis de serem empregados em outros modelos. A segunda abordagem
utiliza o algoritmo de otimização não-linear Nelder-Mead (Lagarias et al., 1998)
para formular uma vacinação discreta, que na literatura tem sido conhecida como
vacinação por pulsos (Zhou e Liu, 2003; d’Onofrio, 2002; Lu et al., 2002; Liu e
Zhang, 2005). Por fim, utiliza-se modelos baseados em indivíduos (MBI). A me-
todologia desenvolvida no capítulo 4 deste trabalho, tem o mérito de tratar cada
indivíduo como entidade única e permitir a incorporação de características tempo-
rais e espaciais intrínsecas, bem como aspectos estocásticos próprios dos sistemas
reais. É realizado o projeto para esses controladores a partir da premissa de si-
milaridade com o modelo SIR. O controle é projetado por meio do modelo SIR,
que representa a média. Esse controle, depois de projetado, pode ser avaliado em
MBI, para simular cenários possíveis para uma população de dado tamanho.

5.2 Controle Ótimo
Devido à pressão econômica sobre as agências de governo em todo o mundo,
campanhas adequadas de vacinação são difíceis de executar (Gersovitz e Ham-
mer, 2004). Esse fato fez com que diversos pesquisadores voltassem sua atenção
atenção ao problema de controle ótimo (Kirk, 1970). A busca para uma estratégia
eficiente de controle da transmissão de doenças infecciosas pode ser encontrada
em (Francis, 2004; Behncke, 2000; Ogren e Martin, 2002). Aplicações do controle
ótimo no tratamento da AIDS (Caetano e Yoneyama, 2002; Souza et al., 2000) e
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nas epidemias de Dengue (Caetano e Yoneyama, 2001) são exemplos de aplicação
de controle ótimo.

Behncke (2000) usou vários modelos determinísticos do tipo SIR para o pro-
jeto de controladores ótimos. Ele usou vacinação, quarentena e promoção de cam-
panhas educativas para saúde como formas de controle. Francis (2004) aplicou um
controle ótimo para a gripe. Em (Ogren e Martin, 2002), o objetivo foi calcular
padrões de vacinação ótimo para a propagação rápida de doenças infecciosas em
áreas urbanas com grande mobilidade populacional. Os autores usaram o princí-
pio máximo de Pontryagin, que é usado também neste trabalho. Nos artigos acima
mencionados há alguns resultados importantes para a pesquisa sobre epidemiolo-
gia. Entretanto, o significado da lei de controle ótimo para um sistema epidêmico
não foi investigado. Esse assunto aparentemente recebeu pouca atenção na litera-
tura.

Nesta seção, pretende-se mostrar como o controle ótimo pode ser aplicado ao
controle de doenças infecciosas descritas por modelos SIR. O significado epide-
miológico do controle ótimo será discutido.

5.2.1 O Controle Ótimo
O controle ótimo consiste no problema de minimizar (Kirk, 1970):

J(I,v,t) =

∫ tf

t0

fc(I(τ),v(τ))dτ, (5.1)

sujeito a

dS/dt = µN(1− v)− µS − βIS/N,
dI/dt = βIS/N − γI − µI,
dR/dt = γI − µR + vµN,

(5.2)

em que fc(·) é a função custo. Escolheu-se o número de infectados 1 e a taxa
de vacinação para compor a função custo porque eles representam as variáveis
mais importantes e, na maioria dos casos, a maior parte do custo envolvido. A
forma quadrática básica foi escolhida. O objetivo nesse caso é minimizar o gasto
envolvido e o número de infectados. Levando em conta pesos apropriados, φ1

e φ2, para a vacinação e o número de infectados, respectivamente. Esses pesos
incorporam informações sobre o preço da vacinação e custos associados a cada
indivíduo infectado. Assim fc é expressa por:

fc (I(τ),v(τ)) =
(
φ1v(τ)2 + φ2I(τ)2

)
. (5.3)

1Não se pretende neste trabalho discutir o custo da vida de um indivíduo para o caso de epide-
mias em seres humanos.
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O princípio máximo de Pontryagin, um método de cálculo variacional, é usado
para resolver o problema de controle ótimo. É adotado o caso com tempo final
conhecido (da Silva, 2003). O Hamiltoniano é

H(S,I,R,v,t) = φ1v
2 + φ2I

2 + [p1 p2 p3] [S I R]
T

= φ1v
2 + φ2I

2 + p1[µN(1− v)− µS − βIS/N ] +

+p2[βIS/N − γI − µI] + p3[γI − µR + vµN ], (5.4)

em que p1, p2, p3 são chamados de processos adjuntos. A dependência do tempo
das variáveis de estado e dos processos adjuntos foi omitida por questão de sim-
plicidade.

A ação de controle v (vacinação) deve minimizar o Hamiltoniano, de tal forma
que, para um problema sem restrições, seja necessário que

∂H

∂v

∣∣∣∣
v=v∗

= 0 = 2φ1v − p1µN + p3µN. (5.5)

Reescrevendo (5.5) tem-se

v∗ =
µN(p1 − p3)

2φ1

. (5.6)

A determinação do controle ótimo apresentado em (5.6), requer a solução das
equações diferenciais ordinárias, que são obtidas por

− ∂H

∂S
=

dp1

dt
= p1µ + p1βI/N − p2βI/N (5.7)

−∂H

∂I
=

dp2

dt
= p1βS/N − p2βS/N + p2γ + p2µ− p3γ − 2Iφ1 (5.8)

−∂H

∂R
=

dp3

dt
= p3µ (5.9)

e com os valores de contorno

[S(t0) I(t0) R(t0)] = [S0 I0 R0] (5.10)

[p1(tf ) p2(tf ) p3(tf )] = [p1f p2f p3f ], (5.11)

em que S0, I0 e R0 são as condições iniciais; p1f , p2f e p3f são as condições finais
para os processos adjuntos.

A rotina bvp4c, presente no software Matlab e desenvolvida por (Kierzenka
e Shampine, 2001), pode ser usada para encontrar as soluções desse problema.
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Procedimento semelhante pode ser visto em Ogren e Martin (2002).

5.2.2 Resultados do Controle Ótimo

Os parâmetros usados estão descritos na Tabela 5.1. Esses parâmetros, relaciona-
dos ao modelo SIR, tentam simular uma cidade com a população de 2 milhões de
habitantes, uma expectativa de vida de 70 anos (µ−1), taxa de contato β = 0,08, e
taxa de recuperação de γ = 1/24, que significa um período de infecção médio de
15 dias. O custo mais alto associado ao parâmetro φ1, refere-se ao fato de que um
indivíduo infectado pode significar uma perda para abate, no caso de animais, ou
no caso de pessoas o custo de ausência ao trabalho, assistência médica ou assis-
tência social. Não se pretende, contudo, que esses valores adotados tenham uma
correspondência direta com a realidade. Esse é um tema que se deseja investigar
no futuro.

Da seção 3.4, tem-se que o valor mínimo para a erradicação da doença no
modelo SIR é:

v > vc = 1− γ + µ

(β)
. (5.12)

O valor crítico da vacinação, usando (5.12), é

vc = 1− 1/24 + 1/70

0,08
= 0,3006. (5.13)

Na simulação para taxa de vacinação constante, foi usado vc = 0,40 para
garantir a erradicação da doenças.

As condições iniciais do modelo tentam simular um cenário em que há uma
pequena população de indivíduos infectados quando comparados ao número de
indivíduos infectados. Os processos adjuntos são ajustados para minimizar o má-
ximo resíduo do algoritmo bvp4c. 2

As Figuras 5.1 a 5.3 mostram uma comparação de resultados para o número

2Para resolver um problema de valor de contorno, é necessário fornecer uma solução inicial.
A qualidade da solução inicial pode ser crítica para o desempenho do algoritmo. Entretanto, obter
uma solução inicial adequada pode ser a parte mais difícil do problema. Kierzenka e Shampine
(2001) afirmam que o conhecimento físico do problema é importante para essa tarefa inicial e
sugerem um método interativo para aprimorar a solução inicial. Neste trabalho, a solução ini-
cial para as variáveis de estado S, I e R foram obtidas pela expectativa de haver a erradicação
da doença (ver a Tabela 5.1). Os valores para os processos adjuntos foram obtidos por tenta-
tiva e erro. Outras informações sobre a rotinas podem ser obtidas no tutorial disponibilizado em
http://www.mathworks.com/bvp tutorial. Como o problema é dependente das condições iniciais,
não se pode afirmar que a solução obtida seja uma solução global. Ao contrário, é mais provável
que seja um mínimo local. Esse problema pode ser resolvido por meio de métodos de otimização
estocásticos (Nascimento Jr. e Yoneyama, 2000; de Almeida et al., 2005), investigação que se
deseja fazer no futuro.

http://www.mathworks.com/bvp~tutorial
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Tabela 5.1: Parâmetros usados para o projeto do controle ótimo.

Parâmetros usados para o projeto do controle ótimo. As condições iniciais S0,
I0 e R0 foram estabelecidas em função das características de estabilidade do
modelo SIR. Os processos adjuntos, p1f , p2f e p3f , foram obtidos por tentativa
e erro.

Parâmetro Valor Unidade Parâmetro Valor Unidade
µ 1/70 ano−1 N 2.000.000 indivíduo
β 0,08 (S×ano)−1 γ 1/24 ano−1

φ1 1× 1011 – φ2 5 –
t0 0 ano tf 1000 ano
S0 0,949×N indivíduo I0 0,001×N indivíduo
R0 0,05N indivíduo p1f 100 –
p2f 20.000 – p3f 0,01 –
vc 0,40 –

de indivíduos infectados, vacinação e custo associado, respectivamente. Em cada
figura, há três simulações: vacinação obtida por controle ótimo, vacinação com
taxa constante e sem vacinação. O custo total em cada situação foi normalizado.

O peso para o número de infectados foi variado e os resultados são apresenta-
dos na Tabela 5.2. Controle ótimo representa o mínimo custo, exceto para o caso
de φ2 = 0,1, neste caso o sistema sem vacinação representa o mínimo valor.

Tabela 5.2: Custo (5.1) para diferentes valores de φ2.

Custo (5.1) para diferentes valores de φ2 e valor fixo φ1 = 1× 1011. O custo
total em cada situação foi normalizado. Rotina: sirtab.m
φ2 Controle ótimo Vacinação constante Sem vacinação

100 2,7431 ×10−3 7,9342 ×10−3 1,0000
10 2,7217 ×10−3 7,8236 ×10−3 1,0000 ×10−1

1 2,7196 ×10−3 7,8126 ×10−3 1,0000 ×10−2

0,1 2,7194 ×10−3 7,8115 ×10−3 1,0000 ×10−3

Uma outra importante característica da aplicação do controle ótimo pode ser
retirada da Figura 5.4. Usando os parâmetros da Tabela 5.1 e análise de esta-
bilidade do ponto fixo P1 (seção 3.3), um estado endêmico ocorre quando β >
γ + µ = 0,056. Nesse caso, P1 não é estável. β foi variado de 0,056 a 0,1. O
primeiro valor do controle ótimo v∗(0) e o valor correspondente vc para cada va-
lor de β são apresentados na Figura 5.4. Os valores iniciais do controle ótimo
são mais altos do que o valor crítico da vacinação para a faixa de β acima do va-
lor crítico. Como os valores de β podem ser significativamente maiores do que
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Figura 5.1: Aplicação do controle ótimo: número de indivíduos infectados.

Aplicação do controle ótimo: número de indivíduos infectados. Os parâme-
tros utilizados no modelo e para o controle ótimo estão na Tabela 5.1. (a) Va-
cinação obtida por controle ótimo (5.6). (b) Vacinação Constante vc = 0,40.
(c) Situação sem vacinação. As condições iniciais para cada gráfico são as
mesmas. Rotina: sirbv.m.
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Figura 5.2: Aplicação do controle ótimo: taxa de vacinação.

Aplicação do controle ótimo: taxa de vacinação. (–) controle ótimo. (-·-)
vacinação constante vc = 0,40. (-o-) sem vacinação. A taxa de vacinação
constante é obtida por (5.12). A taxa de vacinação ótima é obtida por (5.6).
Rotina: sirbv.m.
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Figura 5.3: Aplicação do controle ótimo: custo.

Aplicação do controle ótimo. O custo é obtido por (5.1) em três situações.
(–) controle ótimo (5.6). (-·-) vacinação constante vc = 0,40. (-o-) sem vaci-
nação. O custo total em cada situação foi normalizado. Percebe-se que para
essa situação o controle ótimo possui melhor desempenho a partir de t ≈ 400.
Rotina: sirbv.m.

o valor crítico para doenças (veja Tabela 2.1), esse fato pode ser importante em
situações práticas. Mesmo não se conhecendo todos os parâmetros de um sistema
real, iniciar uma campanha com um valor de vacinação o mais alto possível pode
ser um importante aspecto para reduzir os custos associados.

5.2.3 Discussão

O primeiro ponto a ser discutido é o número de infectados. A campanha com
vacinação ótima apresenta diferenças significativas quando comparada a vacina-
ção constante (Figura 5.1). Ambas metodologias garantem a erradicação, mas os
picos dos indivíduos infectados e o instante de erradicação são diferentes. O con-
trole ótimo leva um terço do tempo para erradicar, quando comparado à vacinação
constante. O máximo número de infectados no caso do controle ótimo é 50% mais
baixo do que para o caso de vacinação constante. O sistema sem vacinação não
erradica a infecção e se estabiliza em 1,5× 105 indivíduos infectados.

Em segundo lugar, a vacinação para as três situações são também diferentes,
como pode ser visto na Figura 5.2. A vacinação ótima inicia com um nível maior
do que a vacinação constante para β > 0,064. O controle ótimo começa com
um valor alto e decresce suavemente até se anular em t ≈ 300. Acredita-se que
isso possa indicar um importante princípio para uma campanha de vacinação. A
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Figura 5.4: Valores iniciais do controle ótimo v∗ e vacinação constante vc

Valores iniciais do controle ótimo v∗ (–) e vacinação constante vc (-o-) para
diferentes valores de β. Percebe-se que para faixa de β > 0,064, a campanha
de vacinação projetada por controlador ótimo inicia com um valor superior ao
mínimo necessário obtido pela análise do modelo SIR. Rotina: optsir.m

campanha deve iniciar com um alto valor e a seguir reduzi-lo (veja Figuras 5.2
e 5.4). Resultados similares foram encontrados por Caetano e Yoneyama (2001),
em que os autores indicam a importância de um grande investimento no início de
uma determinada campanha.

Um outro aspecto importante é que o uso do máximo princípio de Pontryagin
permite a geração de uma função analítica para a lei de controle ótimo. A equação
do controle é reescrita abaixo:

v∗ =
µN(p1 − p3)

2φ1

.

v∗ depende diretamente de N e µ. O tamanho da população é considerado um
importante parâmetro para indicar a persistência de doenças infecciosas (Gamarra
et al., 2001). Embora, na prática não ocorram campanhas de vacinação obtidas por
controle ótimo, o reconhecimento de que níveis de vacinação estão associados
ao tamanho da população podem orientar a formação de populações menores.
Esse resultado pode ser implementado no setor agropecuário, em que rebanhos
de animais poderiam ser criados em fazendas com uma população menor. Além
disso, a vacinação é inversamente proporcional ao seu próprio peso. Esse é um
resultado intuitivo, que com esta formulação ganha um embasamento matemático.
A dependência da vacinação com p1 e p3 será investigada em trabalhos futuros.
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Finalmente, a Figura 5.3 apresenta o custo acumulado para os três casos es-
tudados. Os resultados indicam que a ausência de vacinação possui o custo mais
elevado a longo prazo, enquanto que o controle ótimo, possui o menor custo, e
a vacinação constante, um custo intermediário. A curto prazo, o custo total do
controle ótimo é mais alto do que nos dois outros casos. Vale ressaltar, que esses
resultados dependem da escolha dos pesos φ1 e φ2.

5.3 Controle por Pulsos
Nesta seção discute-se a aplicação do método de otimização não-linear baseado
no algoritmo de Nelder-Mead (Lagarias et al., 1998) no projeto de vacinação por
pulso. 3 Considera-se que a vacinação por pulso possua período e intensidade
constante ao longo de um intervalo de tempo de interesse. Assim a vacinação
pode ser expressa por

vp = pk

∞∑
n=0

δ(t− nTk), (5.14)

em que pk é o percentual da população vacinada, Tk é o intervalo de tempo entre
dois pulsos e δ(t) é a função delta de Dirac (Oppenheim e Willsky, 1997). A
função custo sugerida é

Jp =

∣∣∣∣ 1

pk − 1

∣∣∣∣ ∣∣∣∣ 1

Tk

∣∣∣∣
[

t=tf∑
t=0

(
φ1I(t)2 + φ2vp(t)

2
)]

+ vs, (5.15)

em que vs = 0 para 0,01 < pk < 0,99 e Tk < 0,01; de outra forma, vs = ∞;
φ1 e φ2 são os pesos para função custo. Neste trabalho, apenas por questão de
simplicidade, considera-se φ1 = φ2 = 1. Minimizar Jp leva em conta o número de
indivíduos infectados e a vacinação, ambos ao longo do tempo. A função também
cresce quando pk se aproxima de 1, ou seja, quando a vacinação se aproxima de
100%. Isso também ocorre quando Tk tende a 0. Por último, acrescentou-se o
termo vs, que funciona como uma penalização que permite tornar o algoritmo
sujeito a restrições. Nesse caso, a função a ser minimizada é composta por duas
variáveis. Isso faz com que o politopo seja um triângulo.

3O método de Nelder-Mead é um método direto de busca para minimizar uma função de duas
ou mais variáveis. Para uma função de n variáveis, o algoritmo mantém um conjunto dos pontos
n + 1 que dão forma aos vértices de um simplex ou de um politopo no espaço dimensional de n.
Este simplex é sucessivamente atualizado em cada iteração rejeitando o vértice que tem o valor
mais elevado da função. Esse vértice é substituído por um novo vértice que tem um menor valor da
função. Tais métodos diretos de busca têm a vantagem de não requerer o cálculo da derivada, mas
tendem a ser eficientes somente em dimensões relativamente baixas. Neste trabalho, utiliza-se a
rotina fminsearch presente no Matlab.
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O problema pode ser formulado como:

minpk,Tk
Jp

sujeito a



dS/dt = µN − µS − βIS/N,
dI/dt = βIS/N − γI − µI, t 6= 1,2,. . . ,
dR/dt = γI − µR,
S(n) = (1− pk)S(n−),
I(n) = I(n−),
R(n) = R(n−) + pkS(n−),

(5.16)

em que pk é a proporção de indivíduos vacinados no instante n ∈ Z. Imediata-
mente após cada pulso de vacinação, o sistema (5.16) atinge um novo estado sem
ser afetado pela vacinação até que um outro pulso seja aplicado. No intervalo de
tempo entre os instantes n e n + 1, o sistema (5.16) define um problema de valor
inicial para o sistema de equações diferenciais. Em cada pulso discreto de tempo
t = n, as soluções do sistema são alteradas da condição [S(n−),I(n−),R(n−)]
para [S(n),I(n),R(n)]. Veja a seção 2.5 para outros detalhes.

O modelo utilizado possui os seguintes parâmetros: N = 1000, µ = 1/60,
γ = 1/3, β = 2,5. A simulação ocorre até o tempo final de tf = 500. As
condições iniciais são S0 = 0,99N , I0 = 0,01N , R0 = 0. A Figura 5.5(a) a
(c) apresenta a função custo, pk e Tk, respectivamente, da aplicação do algoritmo
de Nelder-Mead. Os parâmetros para o modelo estão na legenda dessa figura. O
resultado final é pk = 0,7473 e Tk = 0,5. Esses valores serão empregados no
MBI (ver seção 5.4.3). Esse resultado significa que de seis em seis meses deve-se
vacinar cerca de 75% da população. Esse tipo de controle aproxima-se daquilo
que é praticado na realidade. Acredita-se que esse resultado pode ser empregado
em situações práticas.

5.4 Controle do MBI

Nesta seção apresenta-se o controle do modelo MBI. Primeiramente, mostra-se a
vacinação no algoritmo do MBI. A seguir, propõe-se uma formulação para calcu-
lar a probabilidade de erradicação. Em seguida, apresenta-se algumas simulações
do modelo.

5.4.1 Incorporação da Vacinação no MBI

Com a metodologia desenvolvida na seção 4.2.2, pode-se determinar caracterís-
ticas no indivíduo que influenciem na vacinação, como idade, sexo, entre outras.
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Figura 5.5: Convergência do método de otimização para vacinação por pulsos.

Otimização da vacinação por pulsos. O eixo x representa o número de ite-
rações. (a) Função custo Jp. (b) Percentual de vacinação pk. (c) Intervalo
entre os pulsos Tk. Os parâmetros utilizados foram: N = 1000, µ = 1/60,
γ = 1/3, β = 2,5, tf = 100. As condições iniciais são S0 = 0,99N ,
I0 = 0,01N , R0 = 0. Rotina: sirpv2.m.

Pode-se também utilizar um percentual de eficiência da vacina, conforme exem-
plificado na seção 3.7.1.

A vacinação ocorre em percentual da população seguindo uma distribuição
uniforme com média vI . Os algoritmos a seguir apresentam duas formas de in-
corporação da vacinação. Na primeira apenas os indivíduos recém-nascidos são
vacinados:

se Im,t(C1) = 0 e Im,t(C2) = 0

Im,t(C1)← 2 {Com vI% }

fim-se.

Na segunda, todos os indivíduos suscetíveis são vacinados:

se Im,t(C1) = 0

Im,t(C1)← 2 {Com vI% }
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fim-se.

5.4.2 Probabilidade de Erradicação com Vacinação
A probabilidade de erradicação de uma doença no MBI é expressa por (4.12) (veja
seção 4.4), repetida aqui por comodidade:

pPt =
It∏

m=1

[(
1− e

− Im,t(C2)

µ

)
+
(

e
− Im,t(C2)

µ

)(
1− e

− Im,t(C4)

γ

)(
1− βISt

N

)]
.

A vacinação significa que no instante t uma parte dos indivíduos suscetíveis,
St, torna-se imune a doença. Assim o cálculo da probabilidade torna-se:

pPt =
It∏

m=1

[(
1− e

− Im,t(C2)

µ

)
+
(

e
− Im,t(C2)

µ

)(
1− e
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e isolando o termo com vacinação, tem-se
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. (5.17)

A Figura 5.6 apresenta a variação da probabilidade de erradicação da doença
no instante seguinte em função da vacinação. Detalhes do modelo encontram-se
na legenda dessa figura. Nessa simulação leva-se em conta uma população de total
de 1000 indivíduos e que todos os indivíduos suscetíveis são vacinados. Suponha
que chegue nesta população três indivíduos infectados. Sem vacinação, a probabi-
lidade de que no instante seguinte ocorra a erradicação da doença é 32,40±18,87.
A probabilidade atinge 41,95 ± 22,09 quando há 100% de vacinação. Ao obser-
var (5.17), pode-se verificar que a inclinação da curva na Figura 5.6 é explicada
pelo terceiro termo. Pode-se concluir que mesmo se vI = 0, a probabilidade de
erradicação não será nula.

5.4.3 Controle por Pulsos no MBI
A Figura 5.7 apresenta a simulação do MBI para um caso sem vacinação. Nessa
situação não ocorre a erradicação da doença. As Figuras 5.8 a 5.10 apresentam a
aplicação da vacinação por pulso.
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Figura 5.6: Variação do percentual de erradicação com a vacinação.

Variação do percentual de erradicação com a vacinação. Os parâmetros utili-
zados foram: N = 1000, St = 0,997N ,It = 0,003N , ∆t = 0,1, µ = 1/60,
γ = 1/3, βI = 0,25. Levou-se em conta que após a vacinação o número
de indivíduos suscetíveis passa a ser Svt = (1 − vI)St. Foram feitas 5000
simulações e para cada simulação os indivíduos infectados possuíam as ca-
racterísticas C2 e C4 aleatórias. Mostra-se a média e a faixa de um desvio
padrão. Rotina: probabv.m.

A Figura 5.8(a) apresenta o caso em que apenas os indivíduos suscetíveis
recém-nascidos são vacinados, enquanto na Figura 5.8(b) todos os suscetíveis são
vacinados. Tanto em (a) quanto em (b) Tk = 0. A diferença clara entre as duas
abordagens é o fato de que a erradicação em (b) ocorre mais rápido.

As Figuras 5.9(a) e (b) possuem o mesmo cenário que na Figura 5.7, a menos
de que Tk = 1. Nesse caso, apenas para a vacinação na população total houve
a erradicação. Apesar de se manter a mesma intensidade dos pulsos, como o
intervalo aumentou, a vacinação não foi suficiente.

O último caso avaliado é somente para a vacinação para toda a população de
suscetíveis. A Figura 5.10 apresenta esses resultados. Analisa-se dois casos: em
(a) Tk = 10 e (b) Tk = 60. Para o primeiro caso o intervalo do pulso de vacinação
é suficiente. Entretanto, para o segundo caso a erradicação não ocorre. Esse resul-
tado revela a seguinte questão. Comparando-se com os resultados apresentados
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Figura 5.7: MBI com vacinação nula.

MBI com vacinação nula. Os parâmetros utilizados foram: N = 1000, ∆t =
0,1, µ = 1/60, γ = 1/3, βI = 0,25. A condição inicial foi S0 = 0,9N ,
I0 = 0,01N , R0 = N − S0 − I0, vI = 0. Rotina: mbi.m.

na Figura 5.7 (sem vacinação). Do instante em que ocorre a vacinação, t = 50 até
o instante t = 300, o sistema sem vacinação possui média de infectados de 33,66,
máximo valor 95, e mínimo 2. Na Figura 5.10 (b) a média é de 37,36 indiví-
duos infectados, máximo valor de 92 e mínimo de 4. Ou seja, caso campanhas de
vacinação ocorram com intensidades e/ou intervalos de tempo insuficientes para
erradicação, pode-se gastar recursos em vão. Na média houve um aumento de
3,7 indivíduos, sendo que no sistema em que há vacinação ocorrem picos de in-
divíduos infectados de igual magnitude. Esse resultado pode ser importante no
projeto de campanhas de vacinação.

Uma forma de resolver esse problema é utilizar os valores obtidos na seção
5.3. Como os modelos SIR e MBI são semelhantes na média, utiliza-se os valores
de pk = 0,7473 e Tk = 0,5. A Figura 5.11 apresenta a aplicação da vacinação por
pulsos no MBI, a partir de t = 0. Percebe-se que o resultado foi positivo, pois
houve erradicação da doença em t ≈ 15. Assim, utilizar um modelo contínuo para
o projeto de um controlador ótimo e, em seguida, utilizar esse controle em um
modelo estocástico, possibilitou uma simulação em que a doença foi erradicada.
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Figura 5.8: MBI com vacinação constante suficiente para erradicação.

MBI suficiente para erradicação. Os parâmetros utilizados foram: N = 1000,
∆t = 0,1, µ = 1/60, γ = 1/3, βI = 0,25. A condição inicial foi S0 = 0,9N ,
I0 = 0,01N , R0 = N − S0 − I0, vI = 0,85. A vacinação ocorre a partir
do instante t = 50. (a) Vacinação em recém nascidos. Rotina: cibm.m. (b)
Vacinação para todos os suscetíveis. Rotina: cibmtotal.m.
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Figura 5.9: MBI com vacinação por pulsos. Tk = 1

MBI vacinação por pulsos suficiente para erradicação. Os parâmetros utili-
zados foram: N = 1000, ∆t = 0,1, µ = 1/60, γ = 1/3, βI = 0,25. A
condição inicial foi S0 = 0,9N , I0 = 0,01N e R0 = N −S0− I0, vI = 0,85.
A vacinação ocorre a partir do instante t = 50. Os pulsos ocorrem com
período de Tk = 1. (a) Vacinação por pulsos em recém nascidos. Rotina:
cmbipulse.m. (b) Vacinação por pulsos para todos os suscetíveis. Rotina:
cmbipulsetotal.m.
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Figura 5.10: MBI com vacinação por pulsos Tk = 10 e Tk = 60.

MBI vacinação por pulsos. Os parâmetros utilizados foram: N = 1000,
∆t = 0,1, µ = 60, βI = 0,25. A condição inicial foi S0 = 0,9N , I0 =
0,01N , R0 = N−S0−I0, vI = 0,85. A vacinação ocorre a partir do instante
t = 50. (a) Vacinação por pulsos para todos os suscetíveis. Tk = 10. (b)
Vacinação por pulsos para todos os suscetíveis. Tk = 60. Observe que para
Tk = 60, apesar de se utilizar a mesma intensidade de vacinação, não ocorre
a erradicação. Rotina: cmbipulsetotal.m.
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Figura 5.11: MBI com vacinação por pulsos otimizada

MBI vacinação por pulsos otimizada pelo algoritmo Nelder-Mead. Os pa-
râmetros utilizados foram: N = 1000, µ = 1/60, γ = 1/3, β = 2,5,
tf = 500. As condições iniciais são S0 = 0,99N , I0 = 0,01N , R0 = 0. O
controle por pulsos é definido por pk = 0,7473 e Tk = 0,5. Esses valores
foram obtidos no modelo SIR (contínuo). A vacinação ocorre a partir do
instante t = 0. Rotina: cmbipulsetotalnm.m.
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5.4.4 Controle Ótimo no MBI
Como última técnica deste capítulo, apresenta-se o controle ótimo aplicado ao
modelo MBI. A estratégia utilizada é obter uma curva de controle ótimo por meio
do modelo SIR. A curva obtida é então aplicada ao MBI.

Os parâmetros utilizado do modelo SIR são: N = 1000, µ = 1/70, γ = 1/24
e β = 0,08. As condições iniciais são S0 = 0,94N , I0 = 0,01N , R0 = 0,05N . Os
pesos para a função custo foram φ1 = 10 e φ2 = 2 × 104. Com esse parâmetros,
obtém-se a curva ótima de vacinação apresentada na Figura 5.12. A Figura 5.13
apresenta o número de infectados ao longo do tempo com a ação de controle
ótimo. Percebe-se que o número de indivíduos infectados em média atingiu o
zero.
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Figura 5.12: Vacinação ótima para o MBI.

Vacinação ótima para o MBI. (–) controle ótimo (5.6). (-·-) vacinação cons-
tante vc = 0,40. (-o-) sem vacinação. Para aplicar no MBI a curva foi
amostrada a cada intervalo ∆t. A vacinação constante e a referência em zero
estão presentes apenas para efeito de comparação. Rotina: compcombi.m.

5.5 Conclusões do Capítulo
Este capítulo apresentou duas técnicas para o projeto de controle de epidemias
para o modelo SIR e MBI: controle ótimo e controle por pulsos. Para o modelo
SIR, foram apresentadas as técnicas de controle ótimo e vacinação por pulso. A
primeira possibilidade, um controle contínuo, enquanto a segunda permite a for-
mulação de um modelo discreto. Para o MBI, foi utilizado a intrínseca relação
com o modelo SIR, para utilizar os resultados obtidos para o modelo SIR.
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Figura 5.13: Aplicação do controle ótimo: número de indivíduos infectados.

Aplicação do controle ótimo: número de indivíduos infectados. Mostra-se a
média (-o-) e um desvio padrão. O controle ótimo foi eficiente em erradicar
a doença. Rotina: compcombi.m.

No controle ótimo, foi possível propor uma técnica que reduz o tempo de
erradicação em um terço e com picos inferiores a 50% quando comparados a va-
cinação constante. Observou-se também que o controle ótimo determina um valor
inicial para ação de controle superior ao valor crítico de vacinação para o modelo
SIR. Esse fato ocorre para uma ampla faixa de β. Esse é um fato interessante, pois
pode contribuir para a formação de um bom senso na elaboração de campanhas de
vacinação que se esforcem para possuir o mais elevado nível de vacinação logo a
princípio. Resultado semelhante a esse foi encontrado em (Caetano e Yoneyama,
2001). Por fim, a partir da lei de controle analítica, pode-se observar que a redu-
ção do tamanho da população exige uma taxa de vacinação menor. A redução da
população também foi vista como importante no MBI, quando se calcula a pro-
babilidade de erradicação da doença. Por dois caminhos diferentes, chega-se à
mesma diretriz.

O controle por pulso ótimo foi obtido a partir do algoritmo Nelder-Mead (La-
garias et al., 1998). A partir do modelo contínuo SIR, obteve-se a intensidade e o
intervalo de tempo ótimo para o controle. Esse resultado é facilmente implemen-
tado no MBI, devido à intrínseca relação existente entre o modelo SIR e o MBI,
conforme mostrado na seção 4.3.2. Observou-se que a variação do intervalo entre
os pulsos no MBI pode ser crítica. Mas com o controle por pulsos otimizado para
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o modelo SIR, foi possível erradicar a doença no MBI.
Duas formas de incorporar a vacinação foram investigadas. A primeira leva

em conta apenas os indivíduos recém-nascidos. A segunda, permite que todos os
indivíduos suscetíveis sejam vacinados. Verifica-se que a primeira abordagem é
mais coerente com o modelo SIR. Por outro lado, a segunda abordagem é passível
de ocorrer na prática. Foram apresentadas simulações que mostram que a vaci-
nação constante e a vacinação por pulso, com intervalo suficientemente pequeno
são capazes de levar o sistema à erradicação. Por outro lado, quando se amplia
o intervalo de vacinação, não ocorre a erradicação. E, diferentemente do que se
podia esperar de modo intuitivo, a vacinação provoca mudanças indesejáveis no
sistema. Foi verificado, por exemplo, que no sistema sem vacinação o número
máximo de indivíduos infectados em um instante de tempo foi 95, enquanto que
para o mesmo sistema, quando aplicada vacinação por pulso, o número máximo
atingiu 92. Os resultados obtidos para o controle por pulsos no modelo SIR foram
empregados no MBI. Uma vantagem dessa metodologia é que há ferramentas ana-
líticas e métodos de otimização relativamente mais simples para o modelo SIR. O
período e intensidade da vacinação foram suficientes para erradicar a doença no
MBI. O controle ótimo foi discretizado e aplicado no MBI. Houve também a er-
radicação da doença.

Neste capítulo investigou-se algumas metodologias que podem contribuir para
a sistematização do controle de epidemias. Por meio do modelo SIR, a vacinação
constante, vacinação por pulsos e controle ótimo são projetados. Em seguida,
esses resultados são avaliados no modelo MBI. Dois pontos importantes podem
ser retirados dessa metodologia. Primeiro, constitui-se em uma forma sistemati-
zada de projetar controladores para um modelo estocástico. Em segundo lugar,
essa metodologia também serve para avaliar a qualidade do MBI, no sentido de
que se um controlador é eficiente para o modelo SIR, espera-se que também seja
para MBI. Uma questão interessante, deixada para trabalhos futuros é a avaliação
dos resultados do controlador, seja por pulsos ou controle ótimo, ao se variar o
tamanho da população.

Por fim cita-se (Meza et al., 2005), em que seis técnicas de projeto de contro-
ladores são aplicados ao modelo Lotka-Volterra. Como o modelo SIR possui não
linearidade baseada em termos cruzados, semelhante ao modelo Lotka-Volterra,
espera-se que em trabalhos futuros, outras técnicas de controle possam ser ava-
liadas. Não se descarta também técnicas de inteligência artificial, hoje em dia
empregadas com sucesso em controle e automação (Nascimento Jr. e Yoneyama,
2000).



Capítulo 6

Conclusão

“non nobis Domine non nobis sed nomini tuo da gloriam”

Vulgata: Psalmorum, 113,9 1

Neste trabalho investigou-se os sistemas epidemiológicos do ponto de vista
de dinâmica, modelagem e controle. O modelo SIR, elaborado por Kermack e
McKendrick (1927), constituiu-se no principal corpo teórico dos estudos.

Após apresentar uma revisão bibliográfica sobre o tema deste trabalho, foram
mostrados três capítulos de resultados. No primeiro, analisou-se a dinâmica do
modelo SIR quando sujeito a vacinação, isolamento, ou simultaneamente a vaci-
nação e isolamento. Em seguida, foram apresentados uma formulação matemática
e um algoritmo de um modelo baseado em indivíduo (MBI), cujo objetivo é assi-
milar as principais características do modelo SIR e aplicar em cenário em que as
flutuações estocásticas sejam importantes. Como último capítulo de resultados,
apresentou-se duas estratégias de controle para o modelo SIR: controle ótimo e
vacinação por pulsos. Essas técnicas aplicadas ao modelo contínuo SIR, foram
também aplicadas ao MBI.

Este capítulo tem como objetivo apresentar as principais contribuições deste
trabalho. Em seguida, faz-se um balanço dessas contribuições. Por fim, apresenta-
se as perspectivas de pesquisas futuras, advindas do encontro de questões cuja
investigação não foi conduzida neste trabalho.

6.1 Principais Contribuições
Eco (1988) conceitua uma tese como

1Salmo, 113,9: Não a nós, Senhor, não a nós, mas ao teu nome dá glória
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“(. . . ) um trabalho original de pesquisa, com o qual o candidato deve
demonstrar ser um estudiosos capaz de fazer avançar a disciplina a
que se dedica. (. . . ) Porque se trata efetivamente de pesquisa ori-
ginal, onde é necessário conhecer a fundo o quanto foi dito sobre o
mesmo argumento pelos demais estudiosos. Sobretudo é necessário
“descobrir” algo que ainda não foi dito por eles. ”

Com esse espírito, pretende-se apresentar as principais contribuições desta
tese. Essas contribuições foram divididas em três partes: dinâmica, modelagem e
controle.

6.1.1 Dinâmica
Os resultados apresentados nesta seção estão contidos no artigo (Nepomuceno
et al., 2005d). As principais contribuições na área de dinâmica foram as seguintes.

• Análise da estabilidade do modelo SIR. Observou-se que o modelo SIR pos-
sui uma bifurcação transcrítica e de acordo com a variação do β o sistema
pode possuir nove diferente regiões de estabilidade (ver Figura 3.2).

• Influência da vacinação na dinâmica do modelo SIR. Foi observado que
o ponto de bifurcação transcrítico do modelo SIR possui sua localização
alterada pela taxa de vacinação p de acordo com a expressão:

β =
γ + µ

(1− p)
. (6.1)

Observou-se que o ponto de bifurcação original do sistema γ + µ é alterado
de modo inversamente proporcional ao número de indivíduos infectados. A
Figura 3.4 apresenta a variação da posição do ponto de bifurcação em fun-
ção da vacinação. Percebeu-se que quanto mais próximo p estiver da uni-
dade (taxa de vacinação perto de 100%), maior é a variação da localização
do ponto de bifurcação transcrítico. Epidemiologicamente, isso significa
que a vacinação é mais expressiva quando se aproxima de 100%, o que é
normalmente um empecilho econômico ou logístico.

• Influência do isolamento na dinâmica do modelo SIR. Foi observado que
o isolamento também modifica a posição do ponto de bifurcação. Mas a
função que expressa essa modificação em função do isolamento κ é expressa
por

β = γ + µ + κ. (6.2)

Nesse caso, a taxa de isolamento varia de modo linear a localização do
ponto de bifurcação.
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• Influência da ação simultânea da vacinação e isolamento. Analisou-se que
a utilização simultânea da vacinação e isolamento, quando possível, por
exemplo no caso da doença bovina Brucelose (Mathias et al., 2001), pode
ser benéfica, pois flexibiliza a ação de controle e permite que a vacinação
possa atingir valores inferiores.

6.1.2 Modelagem
Ao estudar a dinâmica dos modelos SIR e por relatos presentes na literatura
(Bjornstad et al., 2002; Grenfell et al., 2002; Alonso, 2004), observou-se que
as interações estocásticas são fenômenos intrínsecos aos sistemas epidemiológi-
cos. Para levar em conta esses aspectos estocásticos e aprofundar a pesquisa e ao
mesmo tempo permitir a investigação dos resultados obtidos da análise dinâmica,
elaborou-se o modelo baseado em indivíduos, MBI. Os resultados desta seção es-
tão contidos no artigo (Nepomuceno et al., 2005c). As contribuições relevantes
dessa proposta são as seguintes.

• Formulação matemática do MBI. Elaborou-se uma formulação matemática
para o MBI. Esta formulação é de caráter genérico, na qual pode-se incluir
qualquer número de estados de transição e quaisquer outra característica do
indivíduo, tais como idade, sexo, aspectos físicos ou comportamentais.

• Algoritmo para o MBI. Foi elaborado um algoritmo para o MBI, no qual as
transições das características ocorrem por meio de distribuições de probabi-
lidade. O comportamento do MBI tende ao comportamento do modelo SIR
para situações em que N → ∞ e o intervalo entre as interações ∆t → 0.
Essa afirmação foi corroborada por meio de simulação Monte Carlo.

• Cálculo da probabilidade da erradicação. Com o MBI foi possível analisar
os fenômenos associados a um número finito de indivíduos. Entre esses
fenômenos, destacou-se a probabilidade de erradicação para o instante t,
para a qual foi desenvolvida a expressão:

pPt =
It∏

m=1

[(
1− e

− Im,t(C2)

µ

)
+
(

e
− Im,t(C2)

µ

)(
1− e

− Im,t(C4)

γ

)(
1− βISt

N

)]
.

Foi avaliado que a probabilidade de erradicação aumenta com a diminuição
da população. A Figura 4.14 apresenta esse resultado. Aplicou-se esse re-
sultado em um cenário no qual uma população de 500 indivíduos foi divida
em duas outras sub-populações de 300 e 200 indivíduos, sendo que as de-
mais características foram mantidas. A probabilidade de erradicação para
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fazendas menores foi ampliada em 14 e 23 vezes para a subpopulação de
300 e 200 indivíduos, respectivamente.

6.1.3 Controle
O artigo (Nepomuceno et al., 2005b) apresenta parte dos resultados dessa seção
relativos ao controle ótimo. As demais contribuições serão descritas em um artigo
a ser preparado.

• Expressão analítica para a lei de controle ótimo. Por meio do máximo
princípio de Pontryagin (Kirk, 1970) foi obtida uma expressão analítica para
a lei de controle ótimo da vacinação no modelo SIR. Essa lei otimiza uma
função custo que leva em conta o preço da vacinação e o custo associado a
um indivíduo. A expressão obtida é

v∗ =
µN(p1 − p3)

2φ1

. (6.3)

Notou-se que v∗ é proporcional a N e µ que reforça a afirmativa para a
formação de populações de pequeno porte.

• Vacinação por pulsos. Por meio do algoritmo Nelder-Mead (Lagarias et al.,
1998), foram obtidos valores ótimos para a intensidade do pulso de vaci-
nação e o intervalo entre os pulsos. Esse aspecto é interessante, pois na
maioria das situações reais a vacinação ocorre em instantes discretos (Zhou
e Liu, 2003; d’Onofrio, 2002).

• Avaliação do controle no MBI. Aplicou-se os controladores ótimos e por
pulsos, projetados por meio do modelo SIR, no MBI. Nos dois casos, houve
a erradicação da doença. Isso serviu também para avaliar qualitativamente o
MBI, concluindo-se que o MBI possui comportamento na média, similar ao
modelo SIR. No caso de situações sub-ótimas para a vacinação pulsada no
MBI, podem ocorrer picos cuja intensidade é da mesma magnitude à inten-
sidade dos picos na ausência de vacinação. O controle por pulsos otimizado
constitui-se em um modo sistematizado de evitar esse problema.

6.2 Discussões Finais
De uma forma geral, a contribuição original desta tese pode ser afirmada sobre
uma perspectiva multidisciplinar. Os objetivos alcançados versam sobre a aplica-
ção de técnicas de análise dinâmica, modelagem e controle, relativamente conhe-
cidas na Engenharia, na compreensão e controle de epidemias.
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Apesar da simplicidade do modelo utilizado, acredita-se que as contribuições
alcançadas aqui possam ser extrapoladas para modelos mais complexos. Ainda
mais que as propriedades do modelo SIR foram observadas no MBI, um modelo
estocástico.

Um aspecto importante a ser destacado é a possibilidade de comparação dos
conceitos desenvolvidos neste trabalho com sistemas reais. Deseja-se no futuro
tentar verificar em registros históricos se há evidências que confirmem as hipó-
teses levantadas neste trabalho. Pode-se citar a CAE (Lara et al., 2002; Callado
et al., 2001) e a brucelose bovina (Poester et al., 2002), importantes enfermidades
em animais que causam significativo prejuízo.

Espera-se que este trabalho possa contribuir para o fortalecimento da pesquisa
em sistemas epidemiológicos no Brasil. Atualmente, os artigos mais citados na
área de ecologia e epidemiologia, como em outras áreas da ciência, possuem au-
tores de nacionalidade americana ou européia (Leimu e Koricheva, 2005). A si-
tuação sócio-econômica do país, aliada à sua vocação agropecuária reforçam a
necessidade de fortalecimento e ampliação de grupos de pesquisa, que possam
desenvolver técnicas próprias coerentes com as demandas locais.

6.3 Pesquisas Futuras
Ao longo do trabalho realizado, algumas possibilidades de investigação foram
levantadas, mas não investigadas. Entre elas, pode-se destacar:

• Incorporar sazonalidade na taxa de transmissão β (Moghadas, 2004; Green-
man et al., 2004; Gersovitz e Hammer, 2004; Guihua e Zhen, 2004; Kretzs-
chmar et al., 2004; Zhou e Liu, 2003; Gandon et al., 2003; Moghadas e
Gumel, 2003; Bauch e Earn, 2003; Ruan e Wang, 2003; Bjornstad et al.,
2002; Rohani et al., 2002). Acredita-se que a sazonalidade em β seja um
componente importante para a alternância de regimes dinâmicos oscilató-
rio e exponencial amortecido, comum em epidemias. Em (Bjornstad et al.,
2002), mostra-se como β pode ser influenciado pelo calendário escolar para
o caso de sarampo.

• Incorporar variáveis estocásticas que procurem reproduzir dinâmicas migra-
tórias (Alonso, 2004; Aiello e da Silva, 2003; Grenfell et al., 2002; Rohani
et al., 2002).

• Elaborar modelos discretos com variáveis inteiras (Blount et al., 1997; Sat-
suma et al., 2004; Ackleh e Allen, 2003; Finkenstadt e Grenfell, 2000; Al-
len, 1994) e comparar os resultados com o MBI. Essa investigação é impor-
tante para situações em que a população é pequena (Piqueira et al., 2005).
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• Realizar em modelos discretos, a análise dinâmica conduzida no capítulo 3
(Durrett e Levin, 1994).

• Modelar a CAE (Callado et al., 2001) com o MBI a partir de dados re-
ais. Os parâmetros podem ser ajustados por técnicas de otimização estocás-
tica. Pode-se investigar também a obtenção dos parâmetros no modelo SIR,
como etapa inicial, e em seguida, utilizar esses parâmetros no MBI.

• Estudar a dinâmica da ação de controle utilizando-se as técnicas pico-a-pico
(Piccardi e Rinaldi, 2002; Rinaldi et al., 2001; Piccardi e Rinaldi, 2000;
Candaten e Rinaldi, 2000) e o controle PID (Ghezzi e Piccardi, 1997). No
caso do controlador PID, pode-se estimar o valor das constantes a partir de
métodos de otimização estocástico (de Almeida et al., 2005). Uma outra téc-
nica possível é a utilização do controle nebuloso via método Takagi-Sugeno
(Johansen e Babuska, 2003; Lee et al., 2001; Shaw e Simões, 1999; Wang
et al., 1996; Takagi e Sugeno, 1985). Costa et al. (2004) apresentaram uma
implementação didática para o sistema de Lorenz (Fiedler-Ferrara e Prado,
1994; Tucker, 1999), o qual possui uma não-linearidade por meio de um
termo cruzado, semelhante ao modelo SIR.

• Verificar a viabilidade da aplicação de controle robusto nebuloso (Nepomu-
ceno et al., 2003a; Meza et al., 2002; Lee et al., 2001; Chilali et al., 1999;
Tanaka et al., 1997; Massad et al., 2003; Johansen e Babuska, 2003; Keeling
e Rohani, 2002; Barros et al., 2001; Johansen et al., 2000; Shaw e Simões,
1999; Wang et al., 1996) de tal forma que seja possível levar em conta o
fato de que há diversas incertezas no desenvolvimento do modelo, a pre-
sença de variáveis estocásticas e a redução de custos da ação de controle e
conseqüências da doença (Blount et al., 1997).

• Levar em conta os fatores biológicos apresentados na seção 2.3.3 como ca-
racterísticas do MBI.

• Caracterizar a vacinação e/ou o isolamento como um agente (Garcia e Sich-
man, 2003). Com essa perspectiva, o agente pode intrinsecamente possuir
“aspectos de percepção e reação ao meio”, dotando o sistema de controle,
com certa inteligência. Nessa perspectiva pode-se incluir também a eficiên-
cia da vacinação, como discutido em (Farrington, 2003).

• Propor um MBI equivalente ao modelo SAIR (Piqueira et al., 2005) e inves-
tigar o efeito da propagação de vírus de computador em diversos tamanhos
de população.

• Avaliar a utilização de outras técnicas de controle, tais como aquelas apre-
sentadas em (Meza et al., 2005), no MBI.
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• Incorporar o isolamento no MBI, bem como, outras estratégias de controle
(ver seção 2.5.1).

• Migrar as rotinas desenvolvidas neste trabalho para o software livre Scilab. 2

2O Scilab pode ser obtido gratuitamente no endereço http://www.scilab.org

http://www.scilab.org
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Apêndice A

Rotina Computacional para o MBI

Este apêndice tem como objetivo apresentar a rotina computacional desenvolvi-
das neste trabalho para o MBI. Essa rotina foi desenvolvida no Matlab, dada a
facilidade de programação desse programa e pelo histórico do grupo de pesquisas
MACSIN, que possui a maioria de suas rotinas implementadas nessa linguagem.
As demais rotinas indicadas ao longo do trabalho também foram desenvolvidas
no Matlab, mas não foram incluídas neste apêndice. Pretende-se disponibilizá-las
no sítio pessoal do autor deste trabalho.

A.1 mbi

% MBI implementa um modelo baseado em individuo
%function [S,I,R]=mbi(N,dt,dd,mu,ni,infec,S0,I0,R0,fig)
%
% Entrada
% N - populacao total
% dt - intervalo de tempo
% dd - periodo infectante
% mu - taxa de nascimento
% ni - numero de intervalor ( n*mu/dt)
% infec - percentual de contatos que geram infeccao
% S0, I0, R0 - condicoes iniciais
% fig = 0, exibe figura,, fig=1, nao exibe figura
% Saida
% S - numero de suscetiveis
% I - numero de infeccao
% R - numero de recuperados
%
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%Exemplo
%N=1000;dt=0.1;dd=25*dt;mu=60;ni=5*mu/dt;
%infec=0.25;S0=0.9*N;I0=0.01*N;R0=N-S0-I0;fig=1;
%[S,I,R]=mbi(N,dt,dd,mu,ni,infec,S0,I0,R0,fig);

function [S,I,R]=mbi(N,dt,dd,mu,ni,infec,S0,I0,R0,fig)

%Populacao inicial
P=[zeros(S0,1); ones(I0,1); 2*ones(R0,1)];
P(:,2)=-mu*0.25*log(rand(N,1));
P(:,3)=-mu*log(rand(N,1));
indf=find(P(:,1)==1);
nindf=length(indf);
P(indf,4)=-dd*0.25*log(rand(nindf,1));
P(indf,5)=-dd*log(rand(nindf,1));
%Numero de S,I,R - incial
S(1)=length(find(P(:,1)==0));
I(1)=length(find(P(:,1)==1));
R(1)=length(find(P(:,1)==2));

%Processo iterativo
for k=1:ni
%Inicio dos individuos

for kk=1:N
%MORTE
%0,1,2 => 0
if P(kk,2) > P(kk,3)

%Torna-se suscetivel
P(kk,1)=0;
%Reinicia o tempo de vida
P(kk,2)=0;
P(kk,3)=-mu*log(rand(1));

else
%INFECCAO
if P(kk,1)==0

%Escolha aleatoria de um individuo
%se for o mesmo e como nao tivesse encontro
ind=indale(N);
if ind ~= kk %eh o mesmo? Se nao continua

if P(ind,1)==1
if rand(1) > (1-infec)
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P(kk,1)=1;
P(kk,4)=0;
P(kk,5)=-dd*log(rand(1));

end % if rand(1) > (1-infec)
end % if P(ind,

end % if ind ~= kk
end % if P(kk,
%RECUPERACAO
if P(kk,1)==1

if P(kk,4)>P(kk,5)
P(kk,1)=2;
P(kk,4:5)=0;

else
P(kk,4)=P(kk,4)+dt;

end % if P(kk,
end % if P(kk,

end % if P(kk,
%Individuos envelhecem em dt
P(kk,2)=P(kk,2)+dt;
end % for kk=1:N
%Numero de S, I, R
S(k+1)=length(find(P(:,1)==0));
I(k+1)=length(find(P(:,1)==1));
R(k+1)=length(find(P(:,1)==2));

[S(end) I(end) R(end) k]
end % for k=1:dt
%Figuras
if fig

subplot(311),plot(linspace(0,ni*dt,ni+1),S);
set(gca,’FontName’,’times’,’FontSize’,14)
ylabel(’S’);
subplot(312),plot(linspace(0,ni*dt,ni+1),I);
set(gca,’FontName’,’times’,’FontSize’,14)
ylabel(’I’);
subplot(313),plot(linspace(0,ni*dt,ni+1),R);
set(gca,’FontName’,’times’,’FontSize’,14)
ylabel(’R’);
xlabel(’t’)

end
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